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In the current world of science and technology the data arrive continuously over

time, this type of data is called data stream and is impractical to store all of the data.

The data mining and traditional techniques of analysis aren’t efficient enough to work

with problems that have data stream. Then it is necessary to have statistical models

for data stream.

The adaptive mixtures (AM) is an estimation method that combines Gaussian mix-

ture modeling and estimation via kernel. Also has as one of its main features, constant

updating with the arrival sequence data. Therefore the adaptive mixtures (AM) are

very attractive for modeling the data stream. To adapt the idea adaptive mixtures

to data streams presents some problems such as creating models of mixtures with too

many components, slight changes in the estimated model parameters due to ordering in

ii



the arrival of new data and little applicability to space of high dimension. Many of these

problems have been treated recently with the adequacy of expectation-maximization

algorithm online (oEM) to the process of adaptive mixtures for data stream (oAM).

The thesis presents the study of adaptive mixtures for modeling multidimensional data

flow using Gaussian components. Also, it presentes an experimental study with artificial

data to control the growth in the number of components and improve the estimation

of model components using what I call graphs adjustment components.

All the theoretical framework and the algorithms presented here are directed to

estimate multivariate densities, but the experimental part was carried out and imple-

mented in R statistical programming language for data in two and three dimensions.
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En muchas aplicaciones de ciencia y tecnoloǵıa de la actualidad los datos llegan en

forma continua en el tiempo y es poco práctico almacenar la totalidad de éstos, por

lo que técnicas tradicionales de análisis y mineŕıa de datos son pocos eficientes para

tratar con problemas que relacionen esta clase de datos. Se hace necesario tener mo-

delos estad́ısticos para el flujo de datos. Las mezclas adaptativas (AM) es un método

de estimación que combina el modelado con mezclas gaussianas y la estimación tipo

núcleo, y además tiene como una de sus principales caracteŕısticas su constante actua-

lización con la llegada secuencial de datos. Por lo tanto las mezclas adaptativas (AM)

son muy atractivas para modelar la clase de datos en cuestión. Adecuar la idea de mez-

clas adaptativas a flujos de datos presenta algunos problemas tales como la creación de
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modelos de mezclas con demasiadas componentes, ligeros cambios en los parámetros de

los modelos estimados debido al ordenamiento en la llegada de un nuevo dato y la po-

ca aplicabilidad a espacios de alta dimensión. Gran parte de estos problemas han sido

tratados recientemente con la adecuación del algoritmo de esperanza-maximización en

linea (oEM) al proceso de mezclas adaptativas para flujo de datos (oAM). En esta tesis

se presenta el estudio de mezclas adaptativas para el modelado multidimensional de

flujo de datos usando componentes gaussianas y se presenta al final un estudio experi-

mental con datos artificiales para controlar el crecimiento en el número de componentes

y mejorar la estimación de las componentes del modelo usando lo que aqúı se ha de-

nominado ajuste de componentes con grafos. Todo el marco teórico y los algoritmos

aqúı presentados están orientados para la estimación de densidades multivariadas, pero

la parte experimental fue realizada y ejecutada en lenguaje de programación estad́ıstico

R para datos en dos y tres dimensiones.
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3.4. Mezcla Gaussina Unidimensional. . . . . . . . . . . . . . . . . . . . . . 27

3.5. Mezcla de seis distribuciones gaussianas bivariadas . . . . . . . . . . . . 28

3.6. Agrupación Jerárquica de Componentes en Mezclas Gaussianas. . . . . 50

4.1. Distancia de Mahalanobis orientada. . . . . . . . . . . . . . . . . . . . 69

xi



5.1. Datos primer ejemplo para d = 2. . . . . . . . . . . . . . . . . . . . . . 72

5.2. Datos, elipses de confiazas y esferas para el primer ejemplo. . . . . . . . 73

5.3. Estimador del umbral de creación T̂ c para el primer ejemplo. . . . . . . 74

5.4. Estimación AMDE para t = 12, 500 en el primer ejemplo. . . . . . . . . 75

5.5. Componentes de la mezcla en el proceso AMDE en el primer ejemplo. . 76

5.6. Grafo para la estimación AMDE en el primer ejemplo. . . . . . . . . . 76

5.7. Ajuste de Componentes en AMDE para el primer ejemplo. . . . . . . . 77

5.8. Estimación oAMDE para t = 25, 000 en el primer ejemplo. . . . . . . . 78

5.9. Estimación oAMDE para t = 37, 500 en el primer ejemplo. . . . . . . . 79

5.10. Estimación oAMDE para t = 50, 00 en el primer ejemplo. . . . . . . . . 80

5.11. Datos segundo ejemplo para d = 2. . . . . . . . . . . . . . . . . . . . . 82

5.12. Datos, elipses de confiazas y esferas para el segundo ejemplo. . . . . . . 83

5.13. Estimador del umbral de creación T̂ c para el segundo ejemplo. . . . . . 84

5.14. Estimación AMDE para t = 25, 000 en el segundo ejemplo. . . . . . . . 85

5.15. Componentes de la mezcla en el proceso AMDE en el segundo ejemplo. 85

5.16. Grafo para la estimación AMDE en el segundo ejemplo. . . . . . . . . . 86

5.17. Ajuste de Componentes en AMDE para el segundo ejemplo. . . . . . . 87

5.18. Estimación oAMDE para t = 50, 000 en el segundo ejemplo. . . . . . . 88

5.19. Estimación oAMDE para t = 75, 000 en el segundo ejemplo. . . . . . . 89

5.20. Estimación oAMDE para t = 100, 000 en el primer ejemplo. . . . . . . . 90

5.21. Datos tercer ejemplo para d = 3. . . . . . . . . . . . . . . . . . . . . . . 93

5.22. Datos, elipsesoides de confianzas y esferas para el tercer ejemplo. . . . . 93

5.23. Estimador del umbral de creación T̂ c para el tercer ejemplo. . . . . . . 94

5.24. Estimación AMDE para t = 10, 000 en el tercer ejemplo. . . . . . . . . 95

xii



5.25. Grafo para la estimación AMDE en el tercer ejemplo. . . . . . . . . . . 96

5.26. Ajuste de componentes en AMDE para el tercer ejemplo. . . . . . . . . 96

5.27. Estimación oAMDE para t = 20, 000 en el tercer ejemplo. . . . . . . . . 97

5.28. Estimación oAMDE para t = 30, 000 en el tercer ejemplo. . . . . . . . . 98

5.29. Estimación oAMDE para t = 40, 000 en el tercer ejemplo. . . . . . . . . 99

5.30. Estimación oAMDE para t = 50, 000 en el tercer ejemplo. . . . . . . . . 100

xiii



LISTA DE ALGORITMOS

3.1. Algoritmo KL-UT . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

3.2. Algoritmo HD-UT . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

4.1. Algoritmo (AMDE) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
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CAṔITULO 1

INTRODUCCIÓN

En los últimos años, los avances tecnológicos han hecho que muchas de las nuevas

aplicaciones funcionen con grandes volúmenes de datos, como por ejemplo los regis-

tros de clientes en operaciones en ĺınea, los registros de llamadas en las empresas de

telecomunicaciones, los conjuntos grandes de páginas Web, los datos multimedia, las

transacciones bancarias, etc. A menudo, los datos llegan de forma continua y su na-

turaleza es transitoria (es decir que se hace innecesario o poco práctico almacenar los

datos), refiriéndose a éstos como flujo de datos. El volumen de los flujos de datos,

aśı como la naturaleza rápida de llegada, hacen que técnicas tradicionales de análisis

y mineŕıa de datos no sean eficientes, pues los datos se acumulan más rápido de lo que

pueden ser procesados. Esto produce problemas de costo y de procesamiento compu-
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CAPÍTULO 1. INTRODUCCIÓN 2

tacional, lo que hace necesario el modelado de este tipo especial de datos.

La estimación de la función de probabilidad de una variable aleatoria x de dimensión d,

para una muestra x1, x2, . . . , xn, es un método muy importante y utilizado en mineŕıa

y análisis de datos. El objetivo principal en la estimación de densidad es modelar la

función de densidad de probabilidad de una distribución desconocida solamente usando

una muestra representativa de los datos. Por lo tanto, un estimador de densidad bien

definido permite tratar problemas estad́ısticos tales como problemas de agrupamiento

(clustering), clasificación, regresión, análisis de series de tiempo, etc. Esto hace necesa-

rio la adaptación de las estimaciones de densidades a los flujos de datos. En está tesis

se estudia un método h́ıbrido (con diferentes mejoras) de otros ya existentes para la

estimación de densidades, pero con la novedad de ser adaptados a flujos de datos. La

tesis está dividida en seis caṕıtulos cuyos contenidos se describen a continuación.

El segundo caṕıtulo presenta los conceptos básicos necesarios para el entendimiento y

desarrollo de esta tesis. Se inicia el caṕıtulo con la sección 2.1 donde se definen con-

ceptos básicos de teoŕıa de grafos. En esta sección se presenta el concepto de grafo y

la matriz de adyacencia, necesarios en los últimos caṕıtulos de la tesis. La sección 2.2

trata sobre la descomposción espectral de una matriz simétrica. En la sección 2.3 se

presenta la densidad gaussiana multivariada, la cual será nuestra distribución base en

el desarrollo de toda la tesis. El caṕıtulo dos finaliza en la sección ?? con el estudio de

las errores de estimación en una densidad de probabilidad.

El caṕıtulo tres presenta algunos métodos para la estimación de densidades de proba-

bilidad, la medición entre las densidades objetivo y las estimadas, aśı como las agrupa-

ciones que se pueden hacer con las componentes de la densidad estimada. Las técnicas

parámetricas de estimación de densidades consideran muestras que tienen distribucio-
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nes conocidas para aśı luego calcular los estimados de los parámetros. Dicha suposición

usualmente se basa en informaciones sobre el vector aleatorio d-dimesional que son

externas a la muestra, pero cuya validez puede ser comprobada con posterioridad me-

diante pruebas de bondad de ajuste. Las técnicas no-parámetricas no predeterminan

ningún modelo para la distribución de probabilidad y dejan que la función de densidad

pueda adoptar cualquier forma.

La discusión sobre el uso de una estimación parámetrica o no-parámetrica no ha cesado

a lo largo de los años. La eficiencia que proporciona la estimación con técnicas paráme-

tricas se contraponen al riesgo de las malas suposiciones adoptadas para determinar

el modelo, conduciendo esto a errores de interpretación y proporcionando una pérdida

mayor que la ganancia proporcionada por la eficacia de la estimación.

La sección 3.1 de este caṕıtulo inicia con la presentación del método no-parámetrico

denominado estimación de densidad núcleo (KDE) el cual para un mejor entendimien-

to se presenta tanto para el caso unidimensional como para el caso d-dimesional. Para

propósitos de esta tesis nos centraremos en núcleos gaussianos d-dimensionales. La

sección 3.2 describe un método parámetrico para el modelado de densidades de proba-

bilidad generado por la suma finita de M -componentes en forma de densidades. Igual

que antes, para propósitos de esta tesis nos centraremos en densidades componentes

gaussianas d-dimensionales. Dicha técnica se denomina mezclas finitas de gaussianas.

En la sección 3.3 se estudian las medidas de similaridad entre dos mezclas de gaussia-

nas d-dimensionales. Cabe rescatar que en esta sección se estudia la transformación

unscented de la distancia de Hellinger para medir la similaridad entre mezclas gaus-

sianas d-dimensionales , la cual juega un importante papel en la medición del error

para estimaciones de flujos de datos. Se finaliza este caṕıtulo en la sección 3.4 con la
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presentación de un método de agrupamiento (clustering) jerárquico para componentes

en Mezclas Gaussianas.

En el caṕıtulo cuatro se adaptan los métodos vistos en el caṕıtulo tres para el estudio

de flujos de datos. Debido a que en la mayoŕıa de aplicaciones del mundo real donde

surgen estos flujos de datos, no hay un conocimiento a priori sobre sus caracteŕısticas

y mucho menos sobre la función de densidad de probabilidad (pdf) asociadas a ellos,

podŕıamos considerar herramientas de la estad́ıstica matemática para estimar la pdf

correspondiente. La combinación de los estimadores de densidad núcleo con los mode-

los de mezclas gaussianas es una buena estrategia para hacer frente al problema del

modelado de flujos de datos. El caṕıtulo inicia con la sección 4.1, donde se describe

un método h́ıbrido entre los presentados en la secciones 3.1 y 3.2. En la sección 4.2 se

presentan las caracteŕısticas y los requisitos de los datos y modelos a trabajar en el

resto de la tesis. En la sección 4.3 se estudia la adecuación de las mezclas adaptativas

vistas en la sección 4.1 para el caso de datos en ĺınea. Este paso es posible gracias a la

versión en ĺınea del algoritmo (EM) denominado (oEM). Al final de esta sección se pro-

pone un ajuste al método de mezclas adaptativas para el caso de datos en ĺınea usando

agrupaciones con grafos. En el caṕıtulo cinco se presenta un estudio experimental para

validar el ajuste a los métodos anteriormente presentados en el caṕıtulo cuatro, usando

datos simulados de dimensión dos y tres. Se finaliza esta tesis en el caṕıtulo seis donde

se exponen las conclusiones de los experimentos, aśı como los trabajos futuros.



CAṔITULO 2

CONCEPTOS PRELIMINARES

2.1. Conceptos Básicos de Teoŕıa de Grafos

En términos generales, un grafo consiste en un conjunto de puntos, que llamaremos

vértices, y ĺıneas que unen los vértices, que denominaremos aristas. En la Figura 2.1

se observa un ejemplo de un grafo con 6 vértices y 7 aristas.

Definición 2.1. Un grafo está formado por un par de conjuntos finitos, y se denota

por G = (V,A), donde V es el conjunto de vértices y A es el conjunto de aristas.

Cada arista de a ∈ A conecta dos vértices de V , que llamaremos extremos de la

arista, y escribiremos a = {x, y} para indicar que a conecta o une los vértices x e

y. Diremos entonces que x e y son adyacentes por a. Para el ejemplo mostrado en la

5
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1

2

3

4
5

6

Figura 2.1: Ejemplo de un grafo con 6 vértices y 7 aristas.

Figura 2.1 se tiene:

V = {1, 2, 3, 4, 5, 6}

A = {{1, 2}, {1, 3}, {1, 4}, {3, 5}, {3, 6}, {4, 5}, {4, 6}} (2.1)

En un grafo podemos encontrarlazos (aristas cuyos extremos coinciden), aristas

múltiples (más de una arista conectando los mismos vértices) y vértices aislados (no

están conectados a ningún otro vértice). Pero también podemos hablar de grafos dirigi-

dos, donde cada arista tiene una dirección de recorrido; modelos para una distribución

de agua por la red de tuberias de la ciudad, la red vial con calles de sentido único, etc.,

son ejemplos de grafos dirigidos.
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Definición 2.2. Un digrafo o grafo dirigido está formado por un par de conjuntos

finitos, y se denota por D = (V,A), donde V es el conjunto de vértices y A es el

conjunto de arcos o aristas dirigidas entre los vértices.

Cada arco a ∈ A conecta dos vértices de V , que llamaremos respectivamente ex-

tremo inicial y extremo final del arco, y escribiremos a = (x, y) para indicar que a

conecta o une el vértice x con el vértice y. Diremos también que x es adyacente a y

y que a incide en y. Los grafos se representan con puntos y ĺıneas que los unen, los

digrafos se representan con puntos y flechas entre ellos.

1

2

3

4

5

6

Figura 2.2: Ejemplo de un grafo dirigido con 6 vértices, 6 aristas dirigidas (arcos) y

un lazo.

Un digrafo con dos arcos de sentidos contrarios puede considerarse como un grafo
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(no dirigido). En la Figura 2.2 se observa el ejemplo de un digrafo con 6 vértices, 6

aristas dirigidas (arcos) y un lazo. Para este caso se tiene el siguiente conjunto de

vértices y conjunto de arcos:

V = {1, 2, 3, 4, 5, 6}

A = {(1, 5), (2, 1), (2, 6), (3, 4), (4, 3), (5, 5), (6, 2)} (2.2)

Definición 2.3. Un subgrafo o subdigrafo de un grafo (digrafo), es un grafo (di-

grafo) formado con vértices y aristas (arcos) del inicial.

Es decir, se obtienen eliminando aristas y/o vértices del inicial (si se elimina un

vértice, también deben eliminarse todas las aristas incidentes en él).

2.1.1. Matriz de Adyacencia de un Grafo

Un grafo o un digrafo D = (V,A) puede también describirse mediante una tabla o

matriz que indique las conexiones:

Definición 2.4. Si D tiene d vértices, se llama Matriz de Adyacencia de D a la

matriz cuadrada de orden d, expresada por MAdy = (mij)d×d donde mij = 1 si el arco

(vi, vj) ∈ A y mij = 0 en otro caso.

La matriz de adyacencia para la Figura 2.2 está dada por:
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MAdy =




0 0 0 0 1 0

1 0 0 0 0 1

0 0 0 1 0 0

0 0 1 0 0 0

0 0 0 0 1 0

0 1 0 0 0 0




Si G es no dirigido, su matriz de adyacencia es simétrica (si la arista {vi, vj}

está en A, también está {vj, vi}). En esta tesis se trabajan matrices de adyacencia

simétricas con valores en la diagonal cero (los digrafos no tienen lazos). En un digrafo,

el número de unos de cada fila de la matriz de adyacencia corresponde a el número de

arcos salientes desde ese vértice y el número de unos de cada columna indica el número

de arcos que llegan a ese vértice.

2.2. Descomposición Espectral de una Matriz.

Sea Σ una matriz simétrica definida positiva de orden d. Por álgebra matricial

se sabe que para esta clase de matrices los valores propios son números reales y los

vectores propios son ortogonales. Luego la matriz Σ puede descomponerse como:

Σ = UDUT , (2.3)

donde D es una matriz diagonal formada por los valores propios de Σ y U es una

matriz ortogonal cuyas columnas son los vectores propios unitarios asociados con los
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elementos de la diagonal de la matriz D. Esta propiedad se conoce con el nombre de la

descomposición espectral. Llamando λ1, . . . , λd a los valores propios de la matriz Σ

y u1, . . . ,ud a sus respectivos vectores propios, la descomposición dada en (2.3) puede

escribirse:

Σ =
d∑

i=1

λiuiu
T
i , (2.4)

que descompone la matriz Σ como la suma de d matrices de rango uno, uiu
T
i , con

coeficientes λi.

La importancia de esta descomposición es que si algunos valores propios son muy

pequeños, podemos reconstruir aproximadamente Σ utilizando los restantes valores y

vectores propios. Observemos también que la descomposición espectral de Σ−1 es

Σ−1 =
d∑

i=1

λ−1
i uiu

T
i ,

ya que Σ−1 tiene los mismos vectores propios de Σ y valores propios λ−1
i .

2.3. La Densidad Gaussiana Multivariada

Una densidad gaussiana d-dimensional para una variable aleatoria vectorial x, viene

dada por:

φ(x, µ,Σ) =
1

(2π)
d
2 |Σ| 12

exp

{
−1

2
(x− µ)TΣ−1(x− µ)

}
, (2.5)

donde µ = (µ1, . . . , µd)
T , Σ es una matriz simétrica definida positiva de dimensión

(d× d) denominada la matriz de covarianzas y |Σ| denota el determinante de Σ.
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La Figura 2.3 muestra la densidad gaussiana estandar bivariada, la cual tiene vector

de medias µ = 02×1 y matriz de covarianzas I2×2

X

−3
−2

−1
0

1

2

3

Y

−3

−2

−1

0

1

2
3

f(x)

0.05

0.10

0.15

Figura 2.3: Densidad gaussiana estándar bivariada.

2.3.1. Geometŕıa de la Densidad Gaussiana Multivariada.

El exponente (x−µ)TΣ−1(x−µ) de la función de densidad gaussiana multivariada

dado en la expresión (2.5), corresponde a la ecuación de un elipsoide en el espacio

d-dimensional cuando este es igual a una constante C ; este elipsoide se obtiene al

cortar con un hiperplano, paralelo al definido por las d-variables que forman la variable
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vectorial x, la densidad gaussiana d-dimensional. Luego la ecuación:

(x− µ)TΣ−1(x− µ) = C (2.6)

define las curvas de nivel y éstas a su vez una medida de la distancia de un punto x

al centro de la densidad. Para el caso d = 2, los planos cortan la densidad gaussiana

formando elipses. La Figura 2.4 muestra una densidad gaussiana bivariada con µ =

(3, 4)T y Σ11 = Σ22 = 1,Σ12 = Σ21 = 0.5. También se observan las elipses que forman

las curvas de nivel de la densidad gaussiana multivariada.

Figura 2.4: Densidad gaussiana bivariada con µ = (3, 4)T y Σ11 = Σ22 = 1,

Σ12 = Σ21 = 0.5 y sus respectivas curvas de nivel.

La ecuación (2.6) determina una medida que se denomina distancia de Mahalanobis

y la representamos por:

D2
M(xi, µ;Σ) = (xi − µ)′Σ−1(xi − µ), (2.7)

donde xi = (xi1, . . . , xid)
T representa un individuo particular, seleccionado aleatoria-

mente de una población con centro en µ = (µ1, . . . , µd)
T y matriz de covarianzas Σ.
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Proposición 2.1. Sea x ∼ φ(µ,Σ), la distancia de Mahalanobis

D2
M(x, µ;Σ) = (x− µ)TΣ−1(x− µ)

se distribuye como una χ2 con d grados de libertad

D2
M ∼ χ2

d

Demostración. Realizando la transformación lineal o estandarización del vector x aśı:

z = Σ−1/2(x− µ), (2.8)

se tiene que z se distribuye como una gaussiana d-dimensional con vector de medias

cero y matriz de varianzas y covarianzas Id, donde Σ
−1/2 = (Σ−1)1/2. Luego si tomamos

Σ−1 = Σ−1/2Σ−1/2 se obtiene que

D2
M = zTz =

∑
z2i ,

donde cada zi ∼ φ(0, 1) y zi, zj son independientes ∀i 6= j. Puesto que z2i ∼ χ2
d y

∑
z2i ∼ χ2

d, se tiene: D2
M ∼ χ2

d �

La Figura 2.5 muestra la relación entre la Distancia de Mahalanobis y la distribución

χ2
d para d = 2, 3, 4, 5. (Tomado de la ayuda del comando mahalanobis del programa R.)

Llamaremos elipsoide de predicción con (1 − α) × 100% de confianza, al elipsoide

que cumple la relación:

(x− µ)TΣ−1(x− µ) = χ2
α,d (2.9)

En Johnson y Wichern [30], se muestra cómo la geometŕıa de la distribución gaus-

siana d-dimensional puede ser estudiada teniendo en cuenta la orientación y la forma
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Figura 2.5: Q-Q Plot Distancia de Mahalanobis D2
M Vs cuantiles χ2

d.

del elipsoide de predicción, la cual está determinada por la matriz de covarianzas Σ.

La descomposición espectral de Σ dada en la Sección 2.2, permite hallar los valores

y vectores propios de la matriz Σ, los cuales especifican la orientación y la longitud

de los semiejes del elipsoide dado por la ecuación (2.9). En la Figura 2.6 se observa

la relación de la elipse de confianza del (1− α)× 100%, para una densidad gaussiana

bivariada, de vector de medias µ = (µ1, µ2) y matriz de covarianzas Σ , con los valores

y vectores propios de la descomposición espectral de la matriz de covarianzas Σ .

Los elipsoides tienen las longitudes de los semiejes determinada por los valores
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Figura 2.6: Relación de la elipse de confianza de una densidad gaussiana bivariada, de

vector de medias µ = (µ1, µ2) y matriz de covarianzas Σ, con los valores y vectores

propios de la descomposición espectral de la matriz de covarianzas Σ.

propios λ1 ≥ λ2 ≥ . . . ≥ λd en las direcciones de los vectores propios u1,u2, . . . ,ud. En

la Figura 2.6 para la gaussiana bivariada, el semieje mayor de la elipse con longitud

proporcional a
√
λ1 en la dirección del primer vector propio u1; el semieje más corto

es proporcional a
√
λ2, es perpendicular al primero, en la dirección del vector propio

u2. Las longitudes correspondientes a los semiejes se obtienen mediante la siguiente

expresión:

lj =
√

λjχ2
α,d con j = 1, 2, . . . , d. (2.10)



CAṔITULO 3

ESTIMACIÓN, DISTANCIAS Y

AGRUPACIONES EN DENSIDADES

MULTIVARIADAS.

3.1. Estimación de Densidades con Núcleos

Gaussianos

Las aproximaciones a funciones de densidad conocidas (χ2- chi cuadrado, Beta, dis-

tribución t, gaussiana, etc.) presentan problemas en la práctica tales como el ajuste

y el número de modas (distribuciones multimodales). Como hemos mencionado antes,

16
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las estimaciones no-parámetricas no hacen ningún supuesto sobre la forma de la dis-

tribución de la densidad y solo se basan en los datos muestrales. Un estimador clásico

no-parámetrico de la función de densidad es el histograma normalizado 1. En general,

la estimación con histogramas realiza una partición del espacio muestral en un número

de celdas de igual tamaño (bins). Luego la estimación de la función de densidad con

histogramas estará dada por:

f̂(x) =
1

n

(
# de puntos en el bin conteniendo a x

volumen del bin

)
(3.1)

Los histogramas como estimadores no-parámetricos de una función de densidad

presentan varios problemas, entre ellos que la función resultante no es una función

suave 2 ya que genera una función escalonada y además depende de los anchos,

aśı como de los puntos terminales de cada bin.

Una forma de resolver estos problemas es considerar estimaciones de densidad tipo

núcleo. Estas estimaciones usan funciones continuas centradas en cada dato, para

construir de forma dinámica las componentes (que llamaremos núcleos), que al

promediarse dan forma a la densidad objetivo. En la Figura 3.1 se realiza la estimación

de la densidad núcleo bivariada para datos simulados con µ = (0, 0), Σ11 = Σ22 = 1 y

Σ12 = Σ21 = 0.60.

En Silverman [32] se pueden consultar en forma detallada los diversos tipos de núcleos

existentes. A continuación, discutiremos los estimadores tipo núcleo para el caso de

1Debe estar normalizado para integrar a uno. Para más información ver en Miñarro [20].
2El principal objetivo en las estimaciones de densidades no-parámetricas es suavizar un conjunto

de datos creando una función que intente capturar los patrones importantes de dichos datos. Para

más información ver Klemela [14].
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x

y

f(x,y)

Figura 3.1: Estimación de la densidad bivariada con núcleos gaussianos, para datos

simulados de una distribución gaussiana bivariada con µ = (0, 0), Σ11 = Σ22 = 1 y

Σ12 = Σ21 = 0.60.

núcleos gaussianos.

3.1.1. Núcleos Gaussianos Univariados

Definición 3.1. Dada una muestra de n observaciones X1, . . . , Xn ∈ R, la fórmula

para un estimador de densidad núcleo está dada por:



CAPÍTULO 3. DENSIDADES MULTIVARIADAS 19

f̂(x;h) =
1

nh

n∑

i=1

K

(
x−Xi

h

)
(3.2)

donde:

x = Punto en el cual se trata de estimar la densidad.

Xi = Valor de la variable en el caso i = 1, . . . , n.

K(·) = Función núcleo.

h = Número positivo denominado ancho de banda o parámetro de suavizado.

Una fórmula ligeramente más compacta para el estimador de densidad núcleo puede

obtenerse mediante la introducción de la notación de reescalado Kh(u) = h−1K(u/h),

lo que nos permite reescribir la ecuación (3.2) como

f̂(x;h) =
1

n

n∑

i=1

Kh(x−Xi). (3.3)

En la Figura 3.2 se muestra una función de densidad núcleo construida usando cinco

obervaciones X1 = 3, X2 = 4.5, X3 = 5, X4 = 8, X5 = 9 con núcleos φ(0, 1). En la

práctica se usan muchas más observaciones para construir la estimación de la densidad.

Note que la estimación es construida por el promedio de los núcleos centrados en cada

observación.

Las funciones de densidad núcleo univariadas más comunes son: Epanechnikov,

Gaussiana, Triangular, Rectangular, Biweight, Triweight y Arco coseno. En particular,

los núcleos gaussianos para el caso univariado se notan Kh ≡ φσ y tienen la forma:
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Figura 3.2: Estimación de densidad con núcleos gaussianos N(0, 1) para las observa-

ciones X1 = 3, X2 = 4.5, X3 = 5, X4 = 8, X5 = 9.

φσ(x− µ) =
1√
2πσ2

exp{−(x− µ)2/(2σ2)}. (3.4)

En este caso, la desviación estándar σ desempeña el papel de ancho de banda.
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3.1.2. Núcleos Gaussianos Multivariados

Definición 3.2. Para muestras aleatorias d-dimensionales X1, X2, . . . , Xn ∈ R
d de

una densidad f(x), el estimador de densidad núcleo está dado por:

f̂(x;H) =
1

n

n∑

i=1

KH (x−Xi) (3.5)

donde x = (x1, x2, . . . , xd)
T y Xi = (Xi1, Xi2, . . . , Xid)

T con i = 1, 2, . . . , n.

Aqúı KH(x) es la función núcleo, la cual corresponde a una densidad de probabi-

lidad simétrica y H la matriz ancho de banda (o suavizador), con dimensiones d × d,

simétrica y definida positiva. Igual que el caso univariado se tiene la notación de esca-

lado

KH(x) = |H|−1/2K(H−1/2x) (3.6)

En la Figura 3.3 se realiza la estimación de la densidad núcleo bivariada para 272

registros con dos mediciones del tiempo de duración de una erupción (minutos) y el

tiempo de espera hasta la próxima erupción (minutos) del Geyser Old Faithful en el

Parque Nacional de Yellowstone, EE.UU 3. Se presentan el gráfico de dispersión y el

diagrama de contornos de los datos.

Los núcleos multivariados KH más comunes son: Gaussiano y Bartlett-

Epanechnikov. Los diversos núcleos multivariados se pueden consultar en [22]. En

particular los siguientes núcleos gaussianos multivariados con µ = 01×d son de uso

común:

φI(x) = (2π)−d/2 exp

{
−1

2
xTx

}
, y φΣ(x) = (2π)−d/2|Σ|−1/2 exp

{
−1

2
xTΣ−1x

}

(3.7)

3Este conjunto de datos está en las bases de datos del programa R
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Figura 3.3: Gráfico de dispersión y el diagrama de contornos en la estimación de la

densidad núcleo bivariado para 272 registros del Geyser Old Faithful en el Parque

Nacional de Yellowstone, EE.UU. (fuente: dataset faithful programa R)

Igual que el caso univariado, lo crucial aqúı es la estimación de la matriz ancho de

banda, que se representa por

H =




h11 h12 . . . h1d

h21 h22 . . . h2p

...
...

. . .
...

hd1 hd2 . . . hdd




, (3.8)

donde hij = hji con i, j = 1, . . . , d. Luego existen 1
2
d(d + 1) parámetros a estimar.

Wand y Jones (1993) proponen tres categoŕıas para el estudio de la matriz H. A

continuación se presentan estas categoŕıas.
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Clasificación y Transformaciones de la Matriz del Ancho de Banda

La elección de la matriz de ancho de banda H afecta la precisión de la estimación,

ya que controla la orientación de los núcleos usados. Ésta es una diferencia básica

entre la estimación de densidad núcleo multivariada con su análoga univariada, ya que

la orientación no está definida para los núcleos con d = 1. Luego es natural pensar en

parametrizar la elección de H. Las tres clases principales de parametrizaciones para H

(en orden creciente de complejidad) son:

1. La clase S a la que pertenecen las matrices de la forma H = h2I con h > 0. Esta

clase tiene el mismo valor de suavizado h que se aplica en todas las direcciones

de coordenadas, lo cual puede llegar a ser una desventaja en la estimación de la

función objetivo.

2. La claseD a la que pertenecen matrices de la formaH = diag(h2
1, h

2
2, . . . , h

2
d). Esta

clase permite distintas cantidades de suavizado hi en cada una de las coordenadas.

3. La clase F a la que pertenecen matrices sin restricciones, simétricas y definidas

positivas. Esta clase permite valores y orientaciones arbitrarias de H.

Históricamente, las clasés S y D son las más estudiadas debido a razones de cálculo,

pero las investigaciones de los últimos años indican que hay importantes ganancias en

la precisión utilizando la clase F . Wand y Jones [22], indican que la forma más sencilla

de obtener una matriz de ancho de banda con orientacion arbitraria es con:

H = h2S (3.9)

donde S es la matriz de covarianza muestral y h constante.

Estrechamente relacionado con la parametrización de ancho de banda, está la trans-
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formación previa de los datos. En lugar de centrar nuestra atención en la selección

de ancho de banda en los datos originales X1, . . . , Xn, podemos utilizar datos trans-

formados X∗
1 , . . . , X

∗
n. Los datos transformados X∗

i están más alineados con los ejes

coordenados, lo que nos puede llevar a pensar que las parametrizaciones restringidas

(matrices diagonales) pueden ser las más adecuadas. La transformación de datos se

puede hacer de dos formas:

1. Transformaciones esféricas:

X∗
i = S−1/2Xi, (3.10)

donde S es la matriz de covarianza muestral. Luego la matriz de ancho de banda

con los datos transformados de esta manera la denotamos por H∗. La relación

entre H y H∗ está dada por:

H = S1/2H∗S1/2.

La parametrización de H∗ puede pensarse aśı:

Si H∗ = h2I entonces H = (h∗)2S.

Si H∗ = diag((h∗)21, . . . , (h
∗)2d) entonces H es una matriz no-diagonal. Los

elementos de H fuera de la diagonal tienen que ser construidos con la va-

rianza muestral.

2. Transformaciones por escalado:

X∗
i = S

−1/2
D Xi, (3.11)

donde SD = diag(s21, . . . , s
2
d) y s21, . . . , s

2
d son las varianzas muestrales marginales.

De forma análoga, la matriz de ancho de banda con los datos transformados de
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esta manera la denotamos por H∗. La relación entre H y H∗ está dada por:

H = S
1/2
D H∗S

1/2
D .

La parametrización de H∗ puede pensarse aśı:

Si H∗ = h2I entonces H = (h∗)2SD.

Si H∗ = diag((h∗)21, . . . , (h
∗)2d) entonces H∗ = diag(s21h

∗2
1 , . . . , s2dh

∗2
d ). Cla-

ramente H sigue siendo una matriz diagonal, por lo que no se ve ninguna

ventaja sobre la matriz H sin pre-escalado.

Luego, debido a las limitaciones de combinar parametrizaciones de H con matrices

diagonales y transformaciones de datos X∗, el desarrollo de esta tesis se centra en

selecciones de matrices de ancho de banda tipo F (sin restricciones).

3.2. Estimación con una Mezcla de Distribuciones

Gaussianas Multivaridas.

Una mezcla finita de distribuciones para una variable aleatoria x se define como la

suma ponderada de componentes con densidades multivariadas:

f(x, α, θ) =
M∑

i=1

αifi(x; θi) (3.12)

donde el peso αi > 0,
∑M

i=1 αi = 1 y el componente fi es una densidad con vector

de parámetros d -dimensional θi = (µi,Σi). Además se tiene que:
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αM×1 =




α1

...

αM




µM×d =




µ1

...

µM




ΣMd×d =




Σ1

...

ΣM




En nuestro trabajo de tesis, fi es una distribución gaussiana d -dimensional dada

por:

fi(x; θi) = φ(x;µi,Σi) = (2π)−
d
2 |Σi|−

1
2 e(−

1
2
(x−µi)

TΣ−1
i (x−µi)). (3.13)

Una mezcla con distribuciones gaussianas de variable aleatoria unidimensional x

vendrá dada por:

fi(x; θi) = α1φ(x;µ1, σ1) + · · ·+ αMφ(x;µM , σM), (3.14)

donde φ(x;µi, σi) denota una distribución gaussiana con media µi y desviación

estándar σi, para i = 1, ...,M . En una mezcla univariada se deben estimar 3M paráme-

tros ( M -medias, M -varianzas y M -pesos). Como la suma de los pesos es 1, el número

de parámetros a estimar se reduce a 3M − 1.

El paquete ks del lenguaje de programación R permite simular una mezcla de

distribuciones gaussianas. En la Figura 3.4 se presenta una mezcla de 4 distribuciones

gaussianas unidimensionales simuladas con medias ubicadas en −2, 0, 2, 4, desviaciones

estándar dadas por 0.5, 1.0, 1.5, 2.0 y pesos 0.3, 0.25, 0.1, 0.35 respectivamente.

Para problemas de mayor dimensión (d > 1), asumimos en la mezcla la variable

aleatoria vectorial x = (x1, ..., xd) con las densidades componentes distribuidas como

gaussianas d -dimensionales φ(x;µi,Σi), cuyo vector de medias es µi y matrices de

varianzas y covarianzas Σi, para i = 1, . . . ,M. En este tipo de mezcla se deben estimar
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Figura 3.4: Mezcla de cuatro distribuciones gaussianas unidimensionales con me-

dias ubicadas en −2, 0, 2, 4, desviaciones estándar dadas por 0.5, 1.0, 1.5, 2.0 y pesos

0.3, 0.25, 0.1, 0.35 respectivamente

M − 1 valores para los pesos, (d×M) valores para los vectores medias y d×(d+1)
2

×M

valores para los componentes de las matrices de covarianzas.

En la Figura 3.5 se muestra la gráfica generada con datos simulados de una mezcla

de seis distribuciones gaussianas bivariadas con matrices de covarianzas iguales a la

matriz identidad I, medias en (−4, 0), (−2.5, 2.5), (−1,−1), (1, 1), (2.5,−2.5), (4, 0) y

pesos 0.1, 0.18, 0.2, 0.23, 0.16, 0.13 respectivamente.

Las mezclas han demostrado ser muy útiles en el modelado de densidades más

complejas. Al usar un número pequeño de componentes gaussianas, se pueden modelar

distribuciones que están lejos de ser gaussianas. Los métodos estándar para ajustar

mezclas implican la selección de un número de componentes M y utilizan el algoritmo
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zz
Figura 3.5: Mezcla de seis distribuciones gaussianas bivariadas con matrices de co-

varianzas I, medias en (−4, 0), (−2.5, 2.5), (−1,−1), (1, 1), (2.5,−2.5), (4, 0) y pesos

0.1, 0.18, 0.2, 0.23, 0.16, 0.13 respectivamente.

esperanza - maximización (EM) para estimar los parámetros.

3.2.1. Estimación de Parámetros en una Mezcla de

Distribuciones Gaussianas.

Para observaciones que provienen de una mezcla de distribuciones gaussianas, es

posible estimar conjuntamente los parámetros de las distribuciones que forman la mez-

cla y las probabilidades a posteriori de cada dato que pertenezca a cada una de las
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componentes de la mezcla. Para ello se presentan los siguientes conceptos básicos en el

proceso de estimación.

Ecuaciones de Máxima Verosimilitud para una Mezcla Gaussiana

Peña [27] describe en forma clara y resumida las ecuaciones de máxima verosimilitud

para la mezcla d -dimensional de distribuciones gaussianas. Supongamos que se tienen

n datos observados que provienen de una mezcla de distribuciones gaussianas

f(x;α, µ,Σ) =
M∑

i=1

αiφ(x;µi,Σi), (3.15)

luego la función de verosimilitud estará dada por

l(α, µ,Σ|x) =
n∏

k=1

f(xk;α, µ,Σ) =
n∏

k=1

(
M∑

i=1

αiφ(xk;µi,Σi)

)
. (3.16)

Los estimadores de máxima verosimilitud para los parámetros αi, µi,Σi, son los

valores α̂i, µ̂i, Σ̂i que maximizan la densidad de aparición de los valores observados y

los cuales obtenemos al calcular el valor máximo de la función l(α, µ,Σ|X).

En la práctica suele ser más cómodo obtener el máximo del logaritmo de la función

de verosimilitud:

ln [l(α, µ,Σ|x)] =
n∑

k=1

ln [f(xk;α, µ,Σ)] =
n∑

k=1

ln

[
M∑

i=1

αiφ(xk;µi,Σi)

]
. (3.17)

Si sustituimos (3.13) en (3.17) se obtiene:
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ln [l(α, µ,Σ|x)] =
n∑

k=1

ln

[
M∑

i=1

αi(2π)
− d

2 |Σi|−
1
2 exp

{(
−1

2
(xk − µi)

T Σ−1
i (xk − µi)

)}]
.

(3.18)

Moyano [21] muestra de forma detallada dicho proceso de maximización, el cual

consiste en igualar a cero las derivadas de la ecuación (3.18) respecto a los parámetros

α, µ,Σ. En este proceso surge la denominada probabilidad a posteriori, que es la pro-

babilidad de que la k-ésima observación haya sido generada por la i-ésima población,

con k = 1, . . . , n para i = 1, . . . ,M . Esta probabilidad está dada por:

τki =
αiφ(x;µi,Σi)∑M
i=1 αiφ(x;µi,Σi)

(3.19)

Luego los estimadores de máxima verosimilitud de los parámetros en una mezcla

gaussiana d -dimensional están dados por:

α̂i =
1

n

n∑

k=1

τki (3.20)

µ̂i =
1∑n

k=1 τki

n∑

k=1

τki(xk) (3.21)

Σ̂i =
1∑n

k=1 τki

n∑

k=1

τki(xk − µ̂i)(xk − µ̂i)
T (3.22)

Para resolver las ecuaciones (3.20), (3.21) y (3.22) y aśı obtener los estimadores, se

necesitan las probabilidades τki dadas en (3.19), y éstas a su vez necesitan los paráme-

tros del modelo. Entonces, tenemos el problema de estimar parámetros los cuales nece-
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sitamos conocer previamente para estimarlos. Una solución a ese problema se presenta

a continuación en el Algoritmo EM.

Generalidades del Algoritmo (EM)

El algoritmo (EM) fue descrito por Dempster, Laird y Rubin [1]. Es un método

de optimización iterativo, compuesto de dos pasos alternados que involucran el cálculo

de una esperanza y una maximización. Este método es usado para estimar parámetros

desconocidos en la función de máxima verosimilitud de un conjunto de datos muestrales

(estimación que puede ser un problema intratable anaĺıticamente) y se ha convertido

en una herramienta ampliamente utilizada por investigadores en las diferentes áreas,

ya que permite estimar datos faltantes o ausentes en diversos problemas multivariados

donde los algoritmos basados en los métodos iterativos de Newton pueden resultar más

complicados.

El algoritmo (EM) simplifica la estimación de los parámetros en un modelo estad́ısti-

co al caracterizar el conjunto de datos Y, en datos observados X y datos ausentes Z.

Luego si asumimos una muestra aleatoria particionada Y = (X,Z), para la cual se esta-

blece una función de distribución condicionada a los parámetros θ, tenemos la siguiente

relación bayesiana:

f(X,Z|θ) = f(Z|X, θ)f(X|θ),

entonces:
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f(X|θ) = f(X,Z|θ)
f(Z|X, θ) .

Por lo tanto, podemos decir que la función de verosimilitud para los datos observa-

dos X será:

l(θ|X) = l(θ|X,Z)
l(θ,Z|X) (3.23)

donde l(θ|X,Z) es la verosimilitud para toda la muestra y l(θ,Z|X) es la verosimilitud

de los datos faltantes dados los datos observados. Operando con el logaritmo natural

a ambos lados en la ecuación (3.23) se obtiene:

ln [l(θ|X)] = ln [l(θ|X,Z)]− ln [l(θ,Z|X)] , (3.24)

Si asumimos que los datos faltantes fueron introducidos para simplificar la estima-

ción de los parámetros desconocidos, nuestro interés radica en maximizar la función

dada por ln [l(θ|X)] en (3.24). Por lo tanto necesitamos que en la diferencia dada en

(3.23), la función con la muestra completa ln [l(θ|X,Z)] sea máxima. En la práctica,

la maximización de ln [l(θ|X,Z)] es mas fácil de realizar que la maximización de los

datos observados ln [l(θ|X)]. Es ésta la razón por la cual el algoritmo (EM) usa la fun-

ción ln [l(θ|X,Z)] como función de verosimilitud en la búsqueda del estimador máximo

verośımil de θ.

Aśı la estructura funcional del algoritmo (EM) es:

Partir de un estimador inicial θ̂[0] y estipular un margen de error o tolerancia tol

para los valores de los parámetros estimados.



CAPÍTULO 3. DENSIDADES MULTIVARIADAS 33

Iniciar un contador con t = 0.

Hacer t = t+ 1.

Paso E:

Usar la estimación actual de θ, es decir θ̂[t−1], para calcular la esperanza de

ln [l(θ|X,Z)] con respecto a la distribución de los valores ausentes Z, dados los

parámetros θ̂[t−1] y los datos observados X. Esto nos dará una nueva verosimilitud

que denominaremos l∗(θ|X), es decir:

l∗(θ|X) = EZ|θ̂[t−1]

{
ln [l(θ|X,Z)]

}

= EZ|θ̂[t−1]

{ n∑

k=1

ln [f(xk; θ)]
}

=
n∑

k=1

EZ|θ̂[t−1]

{
ln [f(xk; θ)]

}
(3.25)

Paso M:

Maximizar l∗(θ|X) con respecto al vector de variables θ. Llamaremos a este nuevo

vector de parámetros θ̂[t]. Es decir:

θ̂[t] = máx
θ

[
l∗(θ|X)

]
. (3.26)

Se verifica que ‖θ̂[t] − θ̂[t−1]‖ < tol:

Si la diferencia es suficientemente pequeña, nuestro estimador máximo verośımil

de los parámetros es θ̂[t]. Si la diferencia no es suficientemente pequeña, se retorna

al paso (t = t+1), incrementando aśı este contador. Luego, seguimos con el paso

E y repetimos el proceso hasta lograr la convergencia.
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Dempster, Laird y Rubin [1] demuestran que el algoritmo converge y Peña [27] en

el apéndice 11.1 demuestra que los valores estimados para mezclas gaussianas con este

algoritmo son realmente estimadores máximo verośımiles para la muestra.

El algoritmo (EM) en la estimación de parámetros de mezclas gaussianas

El algoritmo (EM) es una herramienta eficaz para estimar los parámetros αi, µi,Σi

de una mezcla gaussiana d -dimensional, con i = 1, . . . ,M . Para esto introducimos un

conjunto de variables no observadas Z = (z1, . . . , zn), donde cada zk = (zk1, . . . , zkM)

con k = 1, . . . , n. Estos vectores tienen como propósito indicar de cuál componente de

la mezcla proviene cada observación. Luego, cada individuo k tiene M posibilidades:

Pertenecer al grupo 1 =⇒ zk = (1, 0, 0, . . . , 0)1×M

Pertenecer al grupo 2 =⇒ zk = (0, 1, 0, . . . , 0)1×M

...

Pertenecer al grupo M =⇒ zk = (0, 0, 0, . . . , 1)1×M

Por lo tanto los datos muestrales quedan definidos como: Y = (X,Z) donde X

representa los datos observados y Z la procedencia de estos (datos no observados).

Según la definición de distribución condicionada, tenemos el valor para el k-ésimo

individuo en una mezcla gaussiana dado por:

f(yk) = f(xk, zk) = f(xk|zk)f(zk), (3.27)
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Ahora realizamos un proceso similar al presentado en la sección generalidades del

algoritmo (EM). Peña [27] describe la función de densidad de xi condicionada a zi

como:

f(xk|zk) =
M∏

i=1

[φ(xk;µi,Σi)]
zki , (3.28)

En el vector zk sólo una componente zki es distinta de cero y esta componente defi-

nirá cuál es la función de densidad de procedencia de las observaciones. Análogamente,

la función de probabilidades de la variable zk será:

f(zk) =
M∏

i=1

[αi]
zki . (3.29)

Entonces, por (3.28) y (3.29), se tiene que la función de densidad conjunta viene

dada por

f(xk, zk) =
M∏

i=1

[αiφ(xk;µi,Σi)]
zki , (3.30)

Luego al aplicar el logaritmo natural se obtiene el siguiente resultado, descrito en

forma detallada por Moyano [21].

ln[l(α, µ,Σ|X,Z)] =
n∑

k=1

ln
{ M∏

i=1

[αiφ(xk;µi,Σi)]
zki
}

=
n∑

k=1

M∑

i=1

zki ln[αi] +
n∑

k=1

M∑

i=1

zki ln[φ(xk;µi,Σi)]. (3.31)

La función hallada en (3.31) es precisamente la implementada por el algoritmo
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(EM) para realizar sus operaciones internas. Entonces el algoritmo (EM) para mezclas

está dado por:

Partir de unos estimadores iniciales α̂
[0]
i , µ̂

[0]
i , Σ̂

[0]
i y determinar una to-

lerancia (tol).

Estos estimadores iniciales son establecidos usando algún método de clasificación

multivariada, o por información a priori de la muestra. La tolerancia (tol) se es-

tablece lo suficientemente pequeña para garantizar la precisión de la estimación.

Iniciar un contador con t = 0.

Hacer t = t+ 1.

Paso E: Hallamos la verosimilitud

l∗(α, µ,Σ|X) = EZ|θ̂[t−1]

{
ln[l(α, µ,Σ|X,Z)]

}
=

n∑

k=1

EZ|θ̂[t−1]

{
ln[f(xk, zk;α, µ,Σ)]

}
.

(3.32)

Desarrollando operaciones adecuadas, se obtiene que:

l∗(α, µ,Σ|Y) =
n∑

k=1

M∑

i=1

τ̂
[t]
ki ln[αi] +

n∑

k=1

M∑

i=1

τ̂
[t]
ki ln

[
φ(xk;µi,Σi)

]
, (3.33)

donde τ̂
[t]
ki es la probabilidad a posteriori de que la k-ésima observación haya sido

generada por la i-ésima población en la iteración o tiempo t. Por la ecuación

(3.19), τ̂
[t]
ki está dada por:

τ̂
[t]
ki =

α̂
[t−1]
i φ(xk;µi,Σi)∑M

i=1 α̂
[t−1]
i φ(xk;µi,Σi)

. (3.34)
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Paso M:

(α̂, µ̂, Σ̂)[t] = máx
(α,µ,Σ)

{
l∗(θ|Y)

}

= máx
(α,µ,Σ)

{
n∑

k=1

M∑

i=1

τ̂
[t]
ki ln[αi] +

n∑

k=1

M∑

i=1

τ̂
[t]
ki ln

[
φ(xk;µi,Σi)

]
}

(3.35)

Realizando las derivadas adecuadas respecto a αi, µi,Σi para i = 1, . . . ,M (ver

Moyano [21]), y según las ecuaciones (3.20), (3.21) y (3.22), se tienen los si-

guientes estimadores de máxima verosimilitud evaluados en el tiempo t, para los

parámetros de una mezcla gaussiana d -dimensional:

α̂
[t]
i =

1

n

n∑

k=1

τ̂
[t]
ki (3.36)

µ̂
[t]
i =

1
∑n

k=1 τ̂
[t]
ki

n∑

k=1

τ̂
[t]
ki ∗ (xk) (3.37)

Σ̂
[t]
i =

1
∑n

k=1 τ̂
[t]
ki

n∑

k=1

τ̂
[t]
ki ∗ (xk − µ̂i)(xk − µ̂i)

T (3.38)

En resumen, en el paso M hallamos:

(α̂, µ̂, Σ̂)[t] =
(
α̂
[t]
1 , . . . , α̂

[t]
M ; µ̂

[t]
1 , . . . , µ̂

[t]
M ; Σ̂

[t]
1 , . . . , Σ̂

[t]
M

)
,

Se evalúa ‖(α̂, µ̂, Σ̂)[t] − (α̂, µ̂, Σ̂)[t−1]‖ < tol.

Si la comparación es cierta, nuestro estimador máximo verośımil de los paráme-

tros es (α̂, µ̂, Σ̂)[t]. Si la diferencia no es suficientemente pequeña, se retorna al
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paso (t = t+ 1) y se incrementa este contador, seguimos con el paso E y repe-

timos el proceso hasta lograr la convergencia.

Mart́ınez y Mart́ınez [40] enumeran los siguientes inconvenientes para el buen fun-

cionamiento del algoritmo (EM) en mezclas gaussianas:

Puede converger a un óptimo local.

Puede no converger.

Requiere unos valores iniciales de los parámetros en las densidades componentes

φ(x;µi,Σi).

Necesita un estimado del número de componentes M .

Fraley y Raftery [4] muestran cómo resolver estos problemas con un enfoque que

modela los datos basados en conglomerados (clusters) y presentan un paquete en R

llamado MCLUST el cual permite analizar estos grupos para diversos modelos, com-

binando la agrupación jerárquica (HC), el algoritmo (EM) para modelos de mezcla de

Gaussianas y el criterio de información bayesiana (BIC) para la selección del mejor mo-

delo. Además, debido a que la matriz de covarianzas Σi proporciona las caracteŕısticas

geométricas más importantes de las componentes φ(x;µi,Σi), MCLUST establece

algunas parametrizaciones de la matriz de covarianza Σi basándose en agrupamientos

jerárquicos (HC) y el algoritmo (EM) en los datos.
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3.3. Medidas de Similaridad entre dos Mezclas de

Gaussianas Multivariadas.

Dadas dos mezclas Gaussianas, f1(x) y f2(x), el objetivo aqúı es cuantificar la cer-

cańıa (similitud) de φ1(x) a φ2(x) o viceversa. En teoŕıa de la probabilidad se estudian,

entre otras, la divergencia Kullback - Leibler (KL) y la distancia Hellinger para medir

la distancia entre dos distribuciones probabiĺısticas. Para el caso de mezclas gaussianas

no existe forma anaĺıtica expĺıcita de calcular estas medidas de similaridad. La solución

a este problema surge con Julier y Uhlmann [34], quienes describen the unscented trans-

form UT, que es un método para calcular las estad́ısticas de una variable aleatoria que

sufre una transformación no lineal. Goldberger, Gordon y Greenspan [8] demostraron

que UT se puede utilizar para obtener una buena aproximación de la divergencia-KL

entre dos mezclas de distribuciones gaussianas d-dimensionales. Kristan, Leonardis y

Skocaj [16] proponen una aproximación a la distancia Hellinger multivariada sobre las

mezclas de gaussianas usando UT. Estos conceptos se describen a continuación.

3.3.1. The Unscented Transform UT

The unscented transform UT [34] es un método para calcular el vector de medias y

la matriz de covarianzas de una variable aleatoria que se somete a una transformación

no lineal. Considérese una variable aleatoria x (d-dimensional) y la función no lineal,

y = g(x), con y ∈ R
d′ y d′ ≤ d. Asumamos que x tiene vector de medias µx y matriz

de covarianza Σx. Para el cálculo de las estad́ısticas de y, se forma un vector X de

(2d+1) filas correspondientes a los sigmas vectores o sigma puntos Xi y un vector con
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las ponderaciones correspondientes Wi, de la siguiente manera:

Xi =





µx i = 0

X0 +
[(√

d+ κ
) (√

Σx

)
i

]
i = 1, . . . , d

X0 −
[(√

d+ κ
) (√

Σx

)
i−d

]
i = (d+ 1), . . . , 2d

Wi =





κ
d+κ

i = 0

1
2(d+κ)

i = 1, . . . , d, . . . , 2d

donde κ ∈ R es un parámetro de escala que designa la dirección de escalado de

los sigma puntos Xi y
(√

Σx

)
i
es la i-ésima columna de la ráız cuadrada de la matriz

Σx. Por la ecuación (2.4), Σx = UDUT es la descomposición de valores singulares

(espectral) con vectores propios u = {u1, . . . ,ud} y matriz diagonal con valores propios

D = diag {λ1, . . . λd}, entonces
(√

Σx

)
i
=

√
λiui.

Luego, las estimaciones del vector de medias y la matriz de covarianza de y pueden

ser aproximadas utilizando, respectivamente, el vector de medias muestral ponderado

y la matriz de covarianzas ponderada en función de los sigma puntos:

µ̂y = E[g(x)] = ȳ =
2d∑

i=0

g(Xi)Wi (3.39)

Σ̂y =
2d∑

i=0

{g(Xi)− ȳ} {g(Xi)− ȳ}T Wi (3.40)

Si x se distribuye en forma Gaussiana d-dimensional, entonces κ = máx(0, 3− d).
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3.3.2. Divergencia Kullback – Leibler KL

Definición 3.3. Sea (X,µ) un espacio con una medida finita, no negativa y no singu-

lar. Para dos distribuciones f1(x) y f2(x) de variable aleatoria continua, la divergencia

de KL se define como:

DKL(f1(x), f2(x)) =

∫

X

f1(x) ln

∣∣∣∣
f1(x)

f2(x)

∣∣∣∣ dµ (3.41)

Cuando la medida µ es la medida de Lebesgue sobre el eje real, resulta:

DKL(f1(x), f2(x)) =

∫ ∞

−∞
f1(x) ln |f1(x)| dx−

∫ ∞

−∞
f1(x) ln |f2(x)| dx (3.42)

La divergencia KL tiene las siguientes propiedades.

1. DKL(f1(x), f2(x)) ≥ 0.

2. DKL(f1(x), f2(x)) = 0 ⇔ f1(x) = f2(x).

3. DKL(f1(x), f2(x)) = Ef1

[
ln
∣∣∣f1(x)f2(x)

∣∣∣
]

4. DKL(f1(x), f2(x)) no es simétrica para f1(x) y f2(x), luego no es una “distancia”

en el sentido matemático de la palabra.

3.3.3. Divergencia – KL entre dos Gaussianas Multivaridas.

Proposición 3.1. Dadas dos distribuciones gaussianas d-dimensionales φ(x;µ1,Σ1)

y φ(x;µ2,Σ2), la divergencia KL se expresa por:
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DKL(φΣ1(x;µ1), φΣ2(x;µ2))

=
1

2

[
ln

|Σ2|
|Σ1|

+ traza
(
Σ−1

2 Σ1

)
+ (µ1 − µ2)

T Σ−1
2 (µ1 − µ2)− d

]
(3.43)

Demostración. Ver Davis y Dhillon [12]. �

3.3.4. Aproximación de la divergencia KL usando UT

Goldberger, Gordon y Greenspan [9] utilizan UT para aproximar de la divergen-

cia KL entre dos mezclas de distribuciones gaussianas d-dimensionales. El proceso se

describe a continuación. Sean f1(x) y f2(x) dos mezclas de distribuciones gaussianas

d-dimensionales, con componentes gaussianas f1,i y f2,j tal que:

f1(x) =
n∑

i=1

αif1,i y f2(x) =
m∑

j=1

βjf2,j (3.44)

Puesto que

DKL(f1(x), f2(x)) =

∫
f1 ln |f1|dx−

∫
f1 ln |f2|dx, (3.45)

se muestra cómo hacer la aproximación para
∫
f1 ln |f2| usando UT. La linealidad

de la construcción de f1(x) para sus componentes produce:

∫
f1 ln |f2|dx =

n∑

i=1

αi

∫
f1,i ln |f2| =

n∑

i=1

αi Ef1,i (ln |f2|)︸ ︷︷ ︸
µ

(3.46)
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Ahora, como Ef1,i(x) = µi y Ef1,i (ln f2(x)) es la media de la variable aleatoria

ln f2(x), que no es una función lineal de x, entonces esta media puede ser aproximada

usando UT aśı:

∫
f1 ln(f2)dx ≈

n∑

i=1

αi

2d∑

j=0

ln [f2(Xij)]Wij

donde {Xij,Wij}j=0,...,2d es el conjunto ponderado de sigma puntos correspondiente

a la i-ésima componente de f1, el cual se define como:

Xi =





µx i = 0

X0 +
[(√

d
) (√

Σx

)
i

]
i = 1, . . . , d

X0 −
[(√

d
) (√

Σx

)
i−d

]
i = (d+ 1), . . . , 2d

Wi =





0 i = 0

1
2d

i = 1, . . . , d, . . . , 2d

Estas ecuaciones son similares a las vistas en la sección 3.3.1, pero en este caso

Goldberger, Gordon y Greenspan [8] asumen κ = 0. Luego se tiene la siguiente aproxi-

mación:

∫
f1 ln(f2)dx ≈ 1

2d

n∑

i=1

αi

2d∑

j=1

ln [f2(Xij)] (3.47)

De forma similar realizamos la aproximación para
∫
f1 ln(f1) usando UT, obtenien-

do aśı:
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∫
f1 ln(f1) ≈

1

2d

n∑

i=1

αi

2d∑

j=1

ln [f1(Xij)] (3.48)

Reemplazamos los resultados dados en (3.47) y (3.48) en (3.45). Luego escribimos

la aproximación a la divergencia KL usando UT como:

DKL(f1(x), f2(x)) ≈
1

2d

n∑

i=1

αi

2d∑

j=1

{ln [f1(Xij)]− ln [f2(Xij)]} (3.49)

El algoritmo KL-UT resume estas ideas.

Algoritmo 3.1 Algoritmo KL-UT

Entrada: f1(x) y f2(x).

1: Hallar {Xij}j=1,...,2d para cada componente de f1 con i = 1, . . . , n, donde:

Xij = µi +
[(√

d
) (√

Σx

)
i

]
j = 1, . . . , d

Xij = µi −
[(√

d
) (√

Σx

)
i

]
j = (d+ 1), . . . , 2d

2: Calcular:

DKL(f1(x), f2(x)) =
1

2d

n∑

i=1

αi

2d∑

j=1

|ln [f1(Xij)]− ln [f2(Xij)]|

Salida: La aproximación de la divergencia KL usando UT:

DKL(f1(x), f2(x))

3.3.5. Distancia Hellinger

Definición 3.4. La Integral Hellinger es una integral del tipo Riemann para un

conjunto de funciones {fα}. Sea (X,µ) es un espacio con una medida finita, no negativa
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y no singular. Si f(E), E ⊂ X, es una función totalmente aditiva con f(E) = 0 para

µ(E) = 0, y si δ = {En}Nn=1 es una partición de X, entonces

Sδ =
N∑

n=1

f 2(En)

µ(En)
,

y la integral de Hellinger de f(E) con respecto a X se define como:

∫

X

f 2(dE)

dµ
= sup

δ
Sδ

siempre y cuando este supremo sea finito.

Ahora, cuando φ : X → R es una función aditiva de tal manera que f(E) es

la integral de Lebesgue
∫
E
φ dµ, entonces la integral Hellinger se puede expresar en

términos de la integral de Lebesgue:

∫

X

f 2(dE)

dµ
=

∫

X

φ2dµ.

Definición 3.5. Sean f1(x) y f2(x) dos distribuciones de probabilidad. El cuadrado de

la distancia Hellinger se puede expresar como una norma de cálculo integral aśı:

D2
Hellinger(f1(x), f2(x)) =

1

2

∫ (√
f1(x)−

√
f2(x)

)2
dx. (3.50)

La distancia Hellinger se utiliza para cuantificar la similaridad entre dos distribu-

ciones de probabilidad y tiene las siguientes propiedades:

1. 0 ≤ D2
Hellinger(f1(x), f2(x)) ≤ 1.
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2. D2
Hellinger(f1(x), f2(x)) = 1 ⇔ f1(x) ∧ f2(x) son mutuamente singulares;

3. D2
Hellinger(f1(x), f2(x)) = 0 ⇔ f1(x) = f2(x).

La divergencia - KL y la distancia Hellinger satisfacen la relación:

DKL(f1(x), f2(x)) ≥
2

ln 2
D2

Hellinger(f1(x), f2(x)) (3.51)

3.3.6. Distancia Hellinger Ponderada UT

Kristan, Leonardis y Skocaj [16] proponen la Distancia Hellinger Ponderada la cual

describimos a continuación. Sean f1(x) y f2(x) dos mezclas de distribuciones gaussianas

d-dimensionales, de componentes gaussianas φ(x;µi,Σi) y φ(x;µj,Σj) aśı:

f1(x) =
n∑

i=1

αiφ(x;µi,Σi) y f2(x) =
m∑

j=1

βjφ(x;µj,Σj), (3.52)

luego definimos una distribución de importancia dada por

f0(x) = f0(f1(x) + f2(x)) =
n+m∑

k=1

wkφ(x;µk,Σk). (3.53)

donde k ∈ {1, . . . , n, (n+ 1), . . . , (n+m)},
∑n+m

k=1 wk = 1 y wk son los pesos

ponderados de los pesos αi y βj.

La distancia de Hellinger definida en (3.50) puede ser reescrita como:



CAPÍTULO 3. DENSIDADES MULTIVARIADAS 47

D2
Hellinger(f1(x), f2(x)) =

1

2

∫ f0(x)
(√

f1(x)−
√
f2(x)

)2

f0(x)
dx =

1

2

∫
g(x)f0(x)dx

(3.54)

donde

g(x) =

(√
f1(x)−

√
f2(x)

)2

f0(x)
=

(√
f1(x)−

√
f2(x)√

f0(x)

)2

=

(√
f1(x)√
f0(x)

−
√

f2(x)√
f0(x)

)2

.

Luego sustituyendo (3.53) en(3.54)se tiene que:

D2
Hellinger(f1(x), f2(x)) =

1

2

n+m∑

k=1

wk

∫
g(x)φ(x;µk,Σk)dx

︸ ︷︷ ︸
Eφk

[g(x)]

. (3.55)

La integral dada en (3.55) es la esperanza de una transformación no-lineal sobre

una variable aleatoria x de tipo gaussiana d-dimensional, lo cual admite the unscented

transform. Luego por el resultado dado en (3.39) se tiene que

D2
Hellinger(f1(x), f2(x)) ≈

1

2

n+m∑

k=1

wk

2d∑

j=0

g(Xkj)Wkj (3.56)

donde {Xkj,Wkj}j=1,...,2d es el conjunto ponderado de sigma puntos correspondiente

a la i-ésima gaussiana φ(x;µk,Σk), el cual se define como:
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Xij =





µk j = 0

Xk0 +
[(√

d+ κ
) (√

Σk

)
j

]
j = 1, . . . , d

Xk0 −
[(√

d+ κ
) (√

Σk

)
j−d

]
j = (d+ 1), . . . , 2d

Wj =





κ
d+κ

j = 0

1
2(d+κ)

j = 1, . . . , d, . . . , 2d

Aqúı, κ = máx(0, 3− d) y
(√

Σk

)
j
es la j-ésima columna de la ráız cuadrada de la

matriz Σk.

El Algoritmo HD-UT resume estas ideas

Algoritmo 3.2 Algoritmo HD-UT

Entrada: f1(x) y f2(x).

1: Sea κ = máx(0, 3− d)

2: Hallar {Xkj,Wkj}j=1,...,2d para cada componente de f1(x) y f2(x) donde:

Xk0 = µk Wk0 =
κ

d+κ
j = 0

Xkj = Xk0 +
[(√

d+ κ
) (√

Σk

)
j

]
Wkj =

1
2(d+κ)

j = 1, . . . , d, (d+ 1), . . . , 2d.

Xkj = Xk0 −
[(√

d+ κ
) (√

Σk

)
j

]

Aqúı se tiene: k = 1, . . . , n, (n+ 1), . . . (n+m).

3: Calcular:

D2
Hellinger(f1(x), f2(x)) =

1

2

n+m∑

k=1

wk

2d∑

j=0

g(Xkj)Wkj

Salida: Distancia Ponderada de Hellinger:

D2
Hellinger(f1(x), f2(x))
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3.4. Agrupación Jerárquica de Componentes en

Mezclas de Gaussianas.

Goldberger y Roweis [10] proponen un método para agrupar componentes usando

la divergencia -KL entre dos Gaussianas d-dimensionales dado en la expresión (3.43).

La idea consiste en crear una matriz de distancias con la medida simétrica

distKL =
1

2
{DKL [φ(x;µa,Σa), φ(x;µb,Σb)] +DKL [φ(x;µb,Σb), φ(x;µa,Σa)]} , (3.57)

donde φ(x;µk,Σk) es una densidad gaussiana d-dimensional con media µk y matriz

de covarianzas Σk, para k = a, b.

Luego las componentes gaussianas con menor distancia distKL colapsan en una única

gaussiana, para la cual se definen los parámetros:

αab = αa + αb, µab = α−1
ab (αaµa + αbµb) ,

Σab = α−1
ab

∑

k=a,b

αk

[
Σk + (µk − µab) (µk − µab)

T
]

(3.58)

El proceso se repite de forma iterativa hasta llegar a tener k componentes, con

1 ≤ k ≤ M y M la cantidad total de componentes de la mezcla. En la Figura 3.6 se

muestra el proceso de agrupación para k = 2 en una mezcla con M = 6 componentes.
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Figura 3.6: Proceso de agrupación jerárquico para M = 6 componentes en k = 2

componentes usando la distancia distKL .



CAṔITULO 4

MEZCLAS ADAPTATIVAS EN

FLUJO DE DATOS

IDÉNTICAMENTE DISTRIBUIDOS.

4.1. Mezclas Adaptativas (AM)

Otro camino para resolver los problemas del funcionamiento del algoritmo (EM) en

mezclas gaussianas es el propuesto por Priebe [28] denominado Mezclas Adaptativas

(AM), el cual es un método h́ıbrido de los estimadores núcleo y las mezclas gaussianas

y en donde no se establece ninguna estructura para las matrices de covarianzas Σ.

51
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Las Mezclas Adaptativas (AM) están diseñadas para manejar flujos de datos idéntica-

mente distribuidos 1, actualizando el modelo estad́ıstico existente con la llegada secuen-

cial de nuevos datos puntuales y la ejecución del algoritmo (EM). Si no se satisface un

umbral de creación, el método adiciona estos nuevos datos como nuevos componentes.

El método de Priebe [28] es considerado un método recursivo robusto 2 para la estima-

ción de densidades de probabilidad, donde el estimador para las [t + 1] observaciones

(es decir para los elementos del conjunto {x[1], x[2], . . . , x[t], x[t+1]} 3, donde x[t] ∈ R
d),

es precisamente una función de probabilidad de la [t+ 1]-ésima observación, denotada

por x[t+1], y el estimador basado en las t-observaciones previas {x[1], . . . , x[t]}. Esto es,

f̂ [t+1](x[1], x[2], . . . , x[t], x[t+1]) = F
(
f̂ [t], x[t+1]

)
.

Este procedimiento evita la necesidad de almacenar todas las observaciones entran-

tes, lo que permite la manipulación de grandes rangos de datos. Es aśı como el proceso

de Mezclas Adaptativas (AM) produce una secuencia de estimadores {f̂ [t]}, los cuales

combinan la consistencia producida por los estimadores de densidad núcleo para dicha

1En esta tesis se consideran observaciones x[t] ∈ R
d idénticamente distribuidas (id) para una

variable aleatoria x, donde la naturaleza de cualquier correlación entre observaciones es la misma a lo

largo del tiempo.
2 La estad́ıstica robusta es una aproximación alternativa a los métodos estad́ısticos clásicos. La

estad́ıstica robusta intenta proporcionar métodos que emulan a los métodos clásicos, pero que no son

afectados indebidamente por valores at́ıpicos u otras pequeñas discrepancias respecto de las asunciones

del modelo (ver [11]).
3 Aqúı consideramos que n-individuos llegan en forma secuencial a la muestra en un tiempo t

determinado. Luego se hace la siguiente convención para la notación

{x[1]
1 , x

[2]
2 , . . . , x

[t]
n } ≡ {x[1], x[2], . . . , x[t]}
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famila de funciones y la baja complejidad computacional asociada con los métodos

de mezcla finita. Luego las Mezclas Adaptativas (AM) son definidas como un proce-

so de aproximación estocástica, donde los parámetros son actualizados recursivamente

usando la siguiente ecuación

θ̂[t+1] =
[
1− P

(
x[t+1]|θ̂[t]

)]
∗ U

(
x[t+1]|θ̂[t]

)
+ P

(
x[t+1]|θ̂[t]

)
∗ C

(
x[t+1]|θ̂[t]

)
. (4.1)

Aqúı P (·) representa una regla de decisión que toma valores de 0 o 1, U(·) repre-

senta una regla de actualización de los parámetros como una estimación de máxima

verosimilitud recursiva, y C(·) representa una regla de creación de un nuevo compo-

nente similar al modelo de aproximación de estimación núcleo. La regla de actualización

parámetrica se basa en una versión recursiva del algoritmo (EM) desarrollado por Tit-

terington [38]. 4

4.1.1. Regla de Decisión.

La adición de una nueva componente a una mezcla gaussiana está sujeta a las

distancias que existen entre el nuevo dato puntual x[t+1] y cada componente φ(x : µi,Σi)

de la ecuación (3.15). Aqúı un método sencillo que se usa para esta medición es la

distancia Mahalanobis, ya definida en la ecuación (2.7), cuyo valor (al cuadrado) entre

4Titterington propuso usar una versión de la aproximación estocástica iterativa del gradiente as-

cendente a la superficie log-verosimilitud de los parámetros, dado por:

θ̂[t+1] = θ̂[t] + β[t] {∇θ ln[l(θ|X)]}

donde β[t] es una sucesión que converge a cero.
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una nueva observación x[t+1] y el centro de cada componente φ(x;µi,Σi) está dado por:

D2
M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)
=
(
x[t+1] − µ̂

[t]
i

)T (
Σ̂

[t]
i

)−1 (
x[t+1] − µ̂

[t]
i

)
, (4.2)

Luego si la mı́nima de estas distancias excede un umbral (llamado umbral de crea-

ción Tc) entonces se crea una nueva componente. Por lo tanto

P
(
x[t+1]|θ̂[t]

)
=





1, si mı́ni

{
D2

M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)}
> Tc

0, en otro caso.
(4.3)

4.1.2. Regla de Actualización

Las ecuaciones recursivas para la actualización de los parámetros de una mezcla

gaussiana tienen la siguiente forma:

τ̂
[t+1]
i =

α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )∑M [t]

i=1 α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )

, donde i = 1, 2, . . . ,M [t]. (4.4)

Aqúı τ̂
[t+1]
i representa el estimado de la probabilidad a posteriori de que un nue-

vo dato x[t+1] pertenezca a la i -ésima componente y el supeŕındice [t] se usa

para indicar que el parámetro está basado en las t-observaciones anteriores. El

denominador,
∑M [t]

i=1 α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i ), es la estimación de mezcla gaussiana

d-dimensional con vector de parámetros θ̂
[t]
i =

(
α̂
[t]
i , µ̂

[t]
i , Σ̂

[t]
i

)
.

Llamamos

β
[t]
i =

1

t
(4.5)

α̂
[t+1]
i = α̂

[t]
i + β

[t]
i

(
τ̂
[t+1]
i − α̂

[t]
i

)
(4.6)
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µ̂
[t+1]
i = µ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

(
x[t+1] − µ̂

[t]
i

)}
(4.7)

Σ̂
[t+1]
i = Σ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

[(
x[t+1] − µ̂

[t]
i

)(
x[t+1] − µ̂

[t]
i

)T
− Σ̂

[t]
i

]}
(4.8)

4.1.3. Regla de Creación

Otro aspecto a destacar es que M [t], el número de componentes de la mezcla en

el tiempo t, vaŕıa durante la ejecución del algoritmo. Este inicia con una sola compo-

nente y se van adicionando otras, si se observa que los datos no están adecuadamente

reflejados en el modelo existente. Entonces se agregará una nueva componente si en

la ecuación (4.3) la distancia entre el nuevo dato puntual x[t+1] y el centro de cada

componente φ(x;µi,Σi) es mayor que el valor umbral Tc. Luego la nueva componente

es centrada en la nueva observación y los coeficientes de mezcla existentes son actuali-

zados. Si llamamos M [t+1] ≡ M [t] + 1 ≡ M∗, las ecuaciones de creación son:

α̂
[t+1]
M∗ =

1

t+ 1
(4.9)

Para garantizar que la suma de los coeficientes de la mezcla sea uno, cuando la

nueva componente se agrega, el valor de α̂
[t+1]
i debe ser reescalado:

α̂[t+1] =
(
α̂
[t]
i

[
1− α̂

[t+1]
M∗

]
, α̂

[t+1]
M∗

)
donde i = 1, . . . ,M [t]. (4.10)

µ̂
[t+1]
M∗ = x[t+1] (4.11)
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Σ̂
[t+1]
M∗ =

t∑

i=1

(
τ̂
[t+1]
i ∗ Σ̂i

)
. (4.12)

Aqúı Σ̂
[t+1]
M∗ es el promedio ponderado de las matrices de covarianzas hasta el

tiempo t. En la práctica cualquier otro estimador de la matriz de covarianza

inicial puede ser utilizado para la nueva componente.

4.1.4. Algoritmo (AMDE)

Mart́ınez y Mart́ınez [40] muestran el algoritmo (AM) para la estimación de den-

sidades con mezclas adaptativas (AMDE) tal y como se presenta en el algoritmo 4.1,

que se muestra debajo.

En la práctica el método de Mezclas Adaptivas (AM) se utiliza para obtener valores

iniciales de los parámetros aśı como un referente en el número de términos necesarios

para modelar la densidad. Se podŕıa utilizar este proceso como punto de partida en

un proceso de clasificación de datos y luego aplicar el algoritmo (EM) para refinar las

estimaciones.
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Algoritmo 4.1 Algoritmo (AMDE)

1: Iniciar el proceso de Mezclas Adaptivas (AM) usando el primer dato puntual x[1]:

α̂
[1]
1 = 1, µ̂

[1]
1 = x[1], Σ̂

[1]
1 = Id×d.

2: Para un nuevo dato puntual x[t+1], calcular la distancia Mahalanobis al cuadrado

dada en la ecuación (4.2)

D2
M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)
=
(
x[t+1] − µ̂

[t]
i

)T (
Σ̂

[t]
i

)−1 (
x[t+1] − µ̂

[t]
i

)
.

3: si

mı́n
i

{
D2

M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)}
> Tc

entonces

4: Hallar el estimado de la probabilidad a posteriori de que un nuevo dato x[t+1]

pertenezca al i -ésima componente.

τ̂
[t+1]
i =

α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )∑M [t]

i=1 α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )

, donde i = 1, 2, . . . ,M [t].

5: Crear una nueva componente usando las ecuaciones (4.9), (4.10), (4.11) y (4.12)

α̂
[t+1]
M∗ =

1

t+ 1
, α̂[t+1] =

(
α̂
[t]
i

[
1− α̂

[t+1]
M∗

]
, α̂

[t+1]
M∗

)
, µ̂

[t+1]
M∗ = x[t+1], Σ̂

[t+1]
M∗ =

t∑

i=1

(
τ̂
[t+1]
i ∗ Σ̂i

)

6: si no

7: Actualizar las componentes existentes usando β
[t]
i = 1

t
y las ecuaciones (4.5),

(4.6), (4.7) y (4.8)

α̂
[t+1]
i = α̂

[t]
i + β

[t]
i

(
τ̂
[t+1]
i − α̂

[t]
i

)
, µ̂

[t+1]
i = µ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

(
x[t+1] − µ̂

[t]
i

)}
.

Σ̂
[t+1]
i = Σ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

[(
x[t+1] − µ̂

[t]
i

)(
x[t+1] − µ̂

[t]
i

)T
− Σ̂

[t]
i

]}

8: fin si

9: Repita los pasos 2 al 7 para cada uno de los datos muestrales
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4.1.5. Problemas en el proceso de Mezclas Adaptativas (AM)

Mart́ınez y Mart́ınez [40] muestran los inconvenientes que tiene usar el algoritmo

(AM) para la estimación de densidades. Estos se listan a continuación

1. La complejidad del modelo o el número de componentes a veces es mayor de la

necesaria. Tiende a producir modelos demasiado complejos (demasiadas compo-

nentes).

2. Diferentes modelos (número de componentes y parámetros estimados en las com-

ponentes) pueden en esencia generar la misma estimación de la función o curva

para f̂(x).

3. El modelo resultante o la densidad de probabilidad estimada dependen del orden

en que los datos se presentan en el algoritmo.

4. Las matrices de covarianzas no tienen restricciones (problema de cálculo compu-

tacional).

5. Aplicabilidad limitada a espacios de alta dimensión.

4.2. Modelado y Requerimientos en Flujos de Datos

Heinz y Seeger [5] definen un flujo de datos como una sucesión x[1], x[2], x[3], . . .,

con x[t] ∈ R
d para t ∈ N. En este trabajo, excepto que se indique lo contrario, se

asumirá que la observación x[t] en el instante [t] es una variable aleatoria continua,

idénticamente distribuida (id). Aqúı se estudiarán flujos de datos con llegada continua
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y potencialmente ilimitados (cuasi–infinitos), aśı como grandes conjuntos de datos fijos,

que por volumen son considerados cuasi–infinitos y los cuales se analizarán en forma

de cuasi-flujo con su arribo secuencial. El supuesto de distribución idéntica caracteriza

a estos datos como el resultado de un proceso estocástico estacionario.

Con el fin de mantener un ritmo continuo adecuado en los flujos de datos, cualquier

técnica de análisis y modelado debe cumplir con los siguientes requisitos de procesa-

miento [25]:

1. Cada elemento se procesa una sola vez.

2. El tiempo de procesamiento por elemento es constante.

3. La cantidad de memoria es constante.

4. Un modelo válido está disponible en cualquier momento durante el proceso, es

decir no requiere que el flujo completo sea construido.

5. Los modelos deben adaptarse a los cambios en flujos de datos, aśı como a los cam-

bios en las propiedades estad́ısticas de las variables que el modelo está tratando

de estimar.

6. Los modelos siempre deben ser comparables a los mejores modelos homólogos off-

line, los cuales siempre tienen recursos ilimitados a la mano y acceso arbitrario a

todos los elementos.

Ahora, definida la clase de datos a trabajar en esta tesis y los requerimientos ne-

cesarios para obtener aproximaciones a modelos adecuados de su distribución de pro-

babilidad, se presentan un método que permiten estimar la función de densidad en un

flujo de datos idénticamente distribuidos.
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4.3. Estimación de Densidades con Mezclas

Adaptativas en ĺınea (oAMDE)

Szewczyk [35] presenta la adaptación de las Mezclas Adaptativas (AM) a flujos

de datos; modifica la regla de actualización usando la primera versión del algoritmo

Esperanza-Maximización en ĺınea (oEM) propuesto por Sato e Ishii [18], en lugar de

la versión recursiva que propuso Titterington [38]. Al algoritmo de Szewczyk [35] es

lo que denominamos Primera Versión de las Estimación de Densidades con Mezclas

Adaptativas en ĺınea (oAMDE[V 1]). A continuación se describe primero el algoritmo

(oEM).

4.3.1. Esperanza-Maximización en ĺınea (oEM)

Además de los inconvenientes mencionados por Martinez y Martinez [40], el algo-

ritmo EM clásico presenta serios limitantes de recursividad, almacenamiento y conver-

gencia para flujos de datos.

Cappé, en la sección 2.3.3 de [13], muestra las limitaciones del algoritmo EM clásico

para flujo de datos. Alĺı, se dá un ejemplo donde se puede apreciar cómo el tamaño en

el conjunto de datos influye tanto en el número de iteraciones como en la trayectoria

de convergencia en la estimación de los parámetros, lo que Cappé [13] denomina un

problema de recursividad. Dicha trayectoria sólo depende de los parámetros de inicia-

lización del algoritmo. En este ejemplo también se fija el número de iteraciones y se

observa cómo las estimaciones generadas por el algoritmo EM clásico para un conjunto

muy grande de observaciones (del orden de 20, 000), no mejora de forma significativa
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respecto a un conjunto de observaciones no tan grande (del orden de 2, 000). Por últi-

mo, se muestra cómo para el conjunto con menor número de datos la convergencia de

las estimaciones se estabiliza más rápidamente (3 a 4 iteraciones), que para el conjunto

que posee una cantidad más elevada de observaciones (20 iteraciones). Cabe recordar

que los cálculos realizados en el paso E deben realizarse para todas las observaciones,

por lo tanto en este punto la complejidad es directamente proporcional al número de

observaciones.

La solución a estos problemas ha sido tratada en los ultimos años con la modificación

del algoritmo EM, almacenando un único conjunto de estimadores suficientes (Paso E)

en cada instante [t] y actualizándolos después del procesamiento de cada observación.

A esto se le conoce recientemente con el nombre de EM en ĺınea (oEM).

Neal y Hinton [29] propusieron la primera aproximacion a un algoritmo EM en ĺınea, la

cual denominaron incremental EM (iEM). Aqúı el algoritmo empieza con el cálculo o

la actualización de los estimadores muestrales suficientes en el tiempo [t] (medias y va-

rianzas para nuestro caso) para el conjunto de datos disponibles. Luego en el paso E se

halla la función de verosimilitud para el conjunto de datos actualizado y se calculan los

valores esperados poblacionales. Finalmente, en el paso M se actualizan los antiguos

estimados poblacionales restándole a éstos los estimadores suficientes calculados en el

tiempo [t] y a la vez sumándole los valores esperados de los parámetros poblacionales

calculados en el paso E.

Sato e Ishii [18] desarrollaron una variante del (iEM) que llamaron stepwise EM (sEM).

Este algoritmo es reconocido por muchos como el primer EM en ĺınea (oEM). Aqúı se

interpola entre valores esperados poblacionales y los estimadores muestrales suficientes,

basados en un tamaño de paso β[t] ([t] es considerado como el número de actualizacio-
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nes hechas en el paso E hasta el momento)5. Además, Sato e Ishii [18] proporcionan

un análisis detallado de la convergencia del algoritmo para el caso de familias expo-

nenciales de parametrización natural y para el caso de mezclas gaussianas. Cappé y

Moulines [24] generalizan la propuesta de Sato e Ishii y la denominan EM en ĺınea

(oEM). Este método de aproximación a los estimadores de los parámetros en flujos de

datos es de naturaleza estocástica y se presenta en el algoritmo 4.2.

El algoritmo incremental EM (iEM) de Neal y Hinton [29] es equivalente al EM en

ĺınea (oEM) de Cappé y Moulines [24] , si se utiliza β[t] = 1
t
. Sato e Ishii [18] utilizan

un tamaño de paso β[t] = 1
t+1

. Para grandes conjuntos de datos fijos (cuasi-flujos), el

algoritmo EM clásico es un procedimiento impráctico y menos recomendable que el

EM en ĺınea (oEM) como se muestran en los experimentos de Liang y Klein [26].

Algoritmo 4.2 EM en ĺınea

1: Dados l∗(θ|X[0]), θ̂[0] y una sucesión de pasos
{
β[t]
}
t≥1

2: Para t ≥ 1 hacer

3: Paso E: (Estocástico)

l∗(θ|X[t]) =
[
1− β[t]

]
l∗(θ̂[t−1]|X[t−1]) + β[t]EZ|θ̂[t−1]

{
ln[f(X [t]; θ̂[t−1])]

}

4: Paso M:

θ̂[t] = máx
θ

[
l∗(θ|X[t])

]
.

5: fin Para

En [13], Cappé aclara que algoritmo EM en ĺınea no debe ser interpretado como

5Se asume que la sucesión de tamaños de paso satisface que:
∑

t
β[t] = ∞,

∑
t
(β[t])2 < ∞.
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una aproximación estocástica de las estad́ısticas suficientes sino de los parámetros y

además demuestra que este algoritmo es asintóticamente equivalente a la aproximación

estocástica iterativa del gradiente ascendente propuesta por Titterington [38]. Reco-

mienda considerar sucesiones con tamaño de pasos β[t] = 1
tα

con 0.6 ≤ α ≤ 0.9. El

ajuste más fuerte se obtiene al tomar α cerca de 0.6, junto con el promedio de

Polyak-Ruppert, el cual consiste en sustituir los valores de los parámetros estimados

en el algoritmo en ĺınea, θ̂[t], por el promedio dado por:

θ̃[t] =
1

t− t0

t∑

t=t0+1

θ̂[t], (4.13)

donde t0 es un ı́ndice positivo a partir del cual se inicia el algoritmo. La aplicación

de este promedio es eficiente, pero requiere elegir un valor de t0 suficientemente grande

para evitar introducir sesgo debido a la falta de convergencia. Cappé [13] sugiere tomar

para el caso de grandes conjuntos de datos fijos, un valor de t0 igual a la mitad de la

longitud de estos registros. Demuestra, además que valores de α del orden de 0.6 tiene

un buen rendiminiento, un poco más robusto, en su convergencia.

Desde el punto de vista computacional, la principal diferencia entre el algoritmo EM

en ĺınea (oEM) y el algoritmo clásico EM, es que el en ĺınea realiza la actualización

después de la llegada de cada observación, mientras que el algoritmo clásico EM sólo

aplica la actualización en el paso M, después de haber procesado los datos completos.

Si se trabajan con grandes conjuntos de datos fijos (cuasi-flujos), Cappé [13] recomienda

lo siguiente:

Si el número de observaciones disponibles t es pequeño (menos de 1000 observa-

ciones), el algoritmo clásico EM puede ser mucho más rápido que el algoritmo

EM en ĺınea, sobre todo si se quiere obtener una aproximación numérica con
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menor error que la suministrada con el estimador de máxima verosimilitud. Esto

puede ser innecesario ya que el propio estimador de máxima verosimilitud es solo

una aproximación de valor real del parámetro con un error de orden de 1√
t
en

modelos estad́ısticos regulares.

Cuando t está en constante aumento, el algoritmo EM en ĺınea es preferible para

un valor de t suficientemente grande. En este caso, el estimado del algoritmo EM

en ĺınea es asintóticamente equivalente a los estimadores de máxima verosimili-

tud.

En el caso de grandes conjuntos de datos fijos (cuasi-flujos), el algoritmo EM en

ĺınea debe ser utilizado en repetidas ocasiones mediante el reordenamiento de los datos

con el fin de converger al estimador de máxima verosimilitud.

4.3.2. Versiones oAMDE de Cappé.

En este trabajo de tesis tomamos el algoritmo propuesto por Szewczyk [35] y cam-

biamos el tamaño de paso original β[t] = 1
t+1

, basado en el algoritmo de Sato e Ishii [18]

y el cual denominamos anteriormente (oAMDE[V 1]), por el propuesto por Cappé [13],

β[t] = 1
tα

con 0.6 ≤ α ≤ 0.9, el cual denominaremos (oAMDE[v2]). Si tomamos un va-

lor de t0 igual un porcentaje menor o igual a la mitad de la longitud del total de datos y

usamos el promedio de Polyak-Ruppert para calcular la estimación de cada parámetro,

obtenemos otra versión para la Estimación de Densidades con Mezclas Adaptativas en

ĺınea (oAMDE[v3]). A continuación describimos el algoritmo de Cappé.

Consideremos el estimador de densidad dado por un modelo de mezclas gaussianas
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d-dimensionales, después de llegar t-observaciones, como:

f̂ [t](x, θ[t]) =
M [t]∑

i=1

α
[t]
i φ(x;µ

[t]
i ,Σ

[t]
i ) (4.14)

Cuando una nueva observación, x[t+1], arriba (y por el momento suponemos que una

nuevo componente no se agregará), entonces los parámetros de la mezcla se actualizan

mediante actualizaciones dadas por el algoritmo EM en ĺınea de Cappé [13].

Algoritmo 4.3 Algoritmo (oAMDE) de Cappé

1: Inicie con proceso de Mezclas Adaptivas (AM) tradicional para las primeras t0

observaciones:

2: Para un nuevo dato puntual x[t+1], con t+ 1 = t0 + 1, calcule la distancia Mahala-

nobis al cuadrado dada por la ecuación:

D2
M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)
=
(
x[t+1] − µ̂

[t]
i

)T (
Σ̂

[t]
i

)−1 (
x[t+1] − µ̂

[t]
i

)
.

3: si

mı́n
i

{
D2

M

(
x[t+1], µ̂

[t]
i ; Σ̂

[t]
i

)}
> Tc

entonces

4: Cree una nueva componente al hacer: M [t+1] = M [t] + 1

5: Use la Regla de Actualización en Mezclas Adaptativas en ĺınea

6: si no

7: Hacer M [t+1] = M [t]

8: Use la Regla de Actualización en Mezclas Adaptativas en ĺınea

9: fin si
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Algoritmo 4.4 Regla de Actualizacion en Mezclas Adaptativas en ĺınea

1: Calcule para cada t > t0:

2:

β
[t]
i =

1

tα

3:

τ̂
[t+1]
i =

α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )∑M [t]

i=1 α̂
[t]
i φ(x

[t+1]; µ̂
[t]
i , Σ̂

[t]
i )

.

4:

α̂
[t+1]
i = α̂

[t]
i + β

[t]
i

(
τ̂
[t+1]
i − α̂

[t]
i

)
, α̃

[t+1]
i =

1

(t+ 1)− t0

t+1∑

k=t0+1

α̂[k]

5:

µ̂
[t+1]
i = µ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

(
x[t+1] − µ̂

[t]
i

)}
, µ̃

[t+1]
i =

1

(t+ 1)− t0

t+1∑

k=t0+1

µ̂[k].

6:

Σ̂
[t+1]
i = Σ̂

[t]
i + β

[t]
i

{
τ̂
[t+1]
i

α̂
[t]
i

[(
x[t+1] − µ̂

[t]
i

)(
x[t+1] − µ̂

[t]
i

)T
− Σ̂

[t]
i

]}
,

7:

Σ̃
[t+1]
i =

1

(t+ 1)− t0

t+1∑

k=t0+1

Σ̂[k].

4.3.3. Ajuste al oAMDE usando Agrupación de Componentes

con Grafos.

Aunque el algoritmo oEM propuesto por Cappé en [13] mejora de manera sustancial

el oAMDE propuesto por Szewczyk [35], Cappé advierte de la importancia del ordena-

miento en los grandes conjuntos de datos fijos, influyendo esto en la convergencia de
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los estimadores y en la complejidad del modelo. Cappé suguiere usar el algoritmo en

repetidas ocasiones mediante reordenamiento de los datos para aliviar este problema.

En esta tesis se propone un algoritmo basado en agrupamientos de componentes en

el tiempo t. Estos agrupamientos generan submezclas 6 que deben ser colapsadas en

componentes únicas, las cuales representarán de la mejor manera los subconjuntos de

componentes. A continuación se describe el proceso de compresión.

Compresión de Mezclas Gaussianas Multivariadas.

Kristan et al. [16] proponen un algoritmo de compresión de mezclas gaussianas para

controlar el exceso de componentes en flujo de datos en ĺınea. El objetivo del algoritmo

de compresión es aproximar una mezcla f [t](x) de M [t]-componentes,

f [t](x) =
M [t]∑

i=1

α
[t]
i φ(x;µ

[t]
i ,Σ

[t]
i ), (4.15)

a una distribución equivalente f̃ [t](x) con m[t]-componentes,

f̃ [t](x) =
m[t]∑

j=1

α̃
[t]
j φ(x;µ

[t]
j ,Σ

[t]
j ), (4.16)

donde m[t] < M [t].

Kristan et al. [16] recurren a un enfoque basado en agrupaciones jerárquicas, el cual

se describe en esta tesis en la sección 3.4. La idea principal es identificar grupos de

componentes en la mezcla gaussiana f [t](x), de tal manera que cada grupo puede ser lo

suficientemente bien aproximado por una única componente en la estimación f̃ [t](x).

Sea Ξ(m[t]) = {π[t]
j }j=1:m[t] una colección de conjuntos con ı́ndices disjuntos, la cual

6Llamaremos submezclas a un subconjunto de componentes de la mezcla orignal junto con sus

pesos. Es claro que en una submezcla la suma de los pesos es menor o igual que 1.
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agrupa a f̃ [t](x) en m[t]-submezclas. Las submezclas correspondientes a los ı́ndices i ∈

π
[t]
j se definen como:

f
[t]
j (x; π

[t]
j ) =

∑

i∈πj

α
[t]
i φ(x;µ

[t]
i ,Σ

[t]
i ), (4.17)

Cada submezcla es comprimida a la j-ésima componente α̃
[t]
j φ(x; µ̃

[t]
j , Σ̃

[t]
j ) de f̃

[t](x).

Los parámetros de la componente j-ésima se definen haciendo coincidir los dos primeros

momentos (vector de medias y matriz de covarianzas) de la submezcla:

α̃
[t]
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∑

i∈πj

α
[t]
i , µ̃

[t]
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1
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i µ
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Σ̃
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1
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[t]
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α
[t]
i
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Σ

[t]
i +

(
µ
[t]
i − µ̃

[t]
j

)(
µ
[t]
i − µ̃

[t]
j

)T)


 (4.18)

Puesto que existen
(
M
m

)
formas de agrupar componentes en el tiempo [t], se debe

escoger solo aquella opción que genere submezclas con menor error de agrupación. En

esta tesis proponemos formar dichos grupos de componentes (con sus respectivos pesos),

tomando la distancia de Mahalanobis en la orientación del elipsoide de la componente

con mayor peso.

Definición 4.1. Sean αa, φ(x;µa,Σa), αb y φ(x;µb,Σb) pesos y componentes de una

mezcla gaussiana f(x). Definimos la distancia de Mahalanobis en la orienta-

ción del elipsoide de la componente con mayor peso, asi:

Si αa ≤ αb entonces D2
M,b = (µa − µb)

TΣ−1
b (µa − µb)

Si αa > αb entonces D2
M,a = (µb − µa)

TΣ−1
a (µb − µa)

La orientación en la cual se mida la distancia entre las medias µa y µb, determi-

nará si alguna de ellas pertenece o no a los espacios limitados por las elipsoides de
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confianza respectivos, los cuales se definieron en la ecuación (2.9) . En la Figura 4.1

se muestra, para el caso d = 2, la importancia de tomar la orientación adecuada en la

medición.

Figura 4.1: Distancia de Mahalanobis orientada para dos componentes de mezclas gaus-

sianas bivariadas.

Ahora podemos construir la matriz de adyacencia MAdy = (mij)M [t]×M [t] , según la

definición 2.4, de la siguiente manera:

mij =





1, si 0 < D2
M

(
µ̂
[t]
i , µ̂

[t]
j ; Σ̂

[t]
)
< χ2

α,d

0, en otro caso,
(4.19)

para i, j = 1, 2, . . . ,M [t] y α = 1− tol.

La matriz MAdy determina un grafo que permite agrupar las componentes en las

submezclas buscadas anteriormente.



CAṔITULO 5

EJEMPLOS SIMULADOS

En este caṕıtulo se realizaron algunos ejemplos simulados para mostrar el funcio-

namiento de los métodos propuestos. Los programas fueron diseñados y ejecutados en

lenguaje de programación R, versión 2.15.0 y se utilizaron las libreŕıas ks, mvtnorm,

fBasics, monomvn, accuracy, matrixcalc, mclust, car y igraph.

Los datos aqúı trabajados se generan de forma artificial con la instrucción rmv-

norm.mixt de la libreria ks. Para cada uno de los experimentos se eligió un umbral

de creación T̂c de la siguiente manera:

1. Se tomaron 6 muestras aleatorias de la totalidad de los datos, con la instrucción

sample de R, de tamaño n = 0.1 ∗ N , donde N es la cantidad total de datos

generados.

70



CAPÍTULO 5. EJEMPLOS SIMULADOS 71

2. Para cada muestra, se pre-clasificaron los datos muestreados usando la instrucción

Mclust de la libreria mclust, obteniendo aśı una mezcla gaussiana multivariada

piloto o mezcla piloto para el estudio.

3. En cada mezcla piloto, dada por cada muestra, se determinaron los elipsoides de

confianza 1 del (1 − tol) ∗ 100%, para cada componente de la mezcla piloto. Se

tomó una tolerancia tol = 10−4.

4. Para cada elipsoide de confianza, que representa la forma y orientación de cada

componente, se determina las longitudes de los semiejes.

5. Las longitudes de los semiejes de cada componente son promediadas y luego se

promedian estos valores hallados en todas las componentes de la mezcla piloto

para la muestra realizada. El valor aqúı encontrado determina el radio de la esfera

que representará las componentes de manera única. Este radio al cuadrado será el

estimador del umbral de creación Tc.

6. Finalmente tomamos TODOS los umbrales estimados T̂ c, de todas las muestras,

y los promediamos para encontrar el estimador final, que será un valor fijo durante

todo el proceso de estimación de la densidad multivariada.

1Ver sección 2.3.1.
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5.1. Ejemplos para d = 2.

5.1.1. Primer Ejemplo.

Se generan 50, 000 datos para la mezcla gaussiana bivariada con parámetros:

α1 = 0.42 α2 = 0.28 α3 = 0.30

µ1 = (−3, 0) µ2 = (3, 3) µ3 = (0,−3)

Σ1 =



 1 0.7

0.7 1



 Σ2 =



 1 −0.7

−0.7 1



 Σ3 =



 1 0.5

0.5 1





En la Figura 5.1 se muestran los datos y la elipse de confinaza del 99.99% para los

parámetros dados.

Figura 5.1: Datos y elipses de confinza del 99.99% para el primer ejemplo con d = 2
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Estimación del Umbral de Creación.

El paso a seguir es estimar el umbral de creación T̂ c. Para ello se tomaron 6 muestras

alatorias de tamaño n = 5000 y se obtuvo el valor T̂ c = 18.47151. En la Figura 5.2

se observan las 6 muestras tomadas, las elipses de confiazas y las esferas para cada

muestra del primer ejemplo. Los radios al cuadrado de cada esfera son los estimadores

del umbral de creación T̂ c.
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Figura 5.2: Datos, elipses de confianzas y esferas para cada muestra del primer ejemplo

En la Figura 5.3 se observan los valores de los diferentes estimadores de Tc para

cada muestra. Aunque son muy similares estas cantidades, se toma el promedio de este
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valor como el estimador final T̂ c.

Figura 5.3: Estimadores del umbral de creación T̂ c para cada muestra en el primer

ejemplo.

Proceso AMDE.

El proceso de estimación de la densidad bivariada empieza con el algoritmo 4.1

(AMDE), para las primeras 12, 500 observaciones. El arribo de cada observación x[t] se

hace de forma secuencial y de uno en uno. Se realizan varias corridas al programa y se

encuentran situaciones como la presentada en la Figura 5.4. En la parte (a) de la figura

se observa una estimación para los primeros 12, 500 datos con una mezcla gaussiana

bivariada de 7 componentes. Si eliminamos de la mezcla aquellas componentes cuyo

peso sea menor que la tolerancia (tol) establecida anteriormente, se obtiene el modelo

de la parte (b) de la figura, el cual tiene 6 componentes.
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Figura 5.4: Estimación AMDE para t = 12, 500 en el primer ejemplo. En (a) todas las

componentes estimadas en el proceso. En (b) se eliminó la componente con peso poco

significativo.

Las mezclas adaptativas tienden a producir modelos más complejos de lo necesa-

rio. El nivel de complejidad está marcado por el estimador del umbral Tc escogido.

En nuestro caso las componentes en exceso tienden a estar cerca de las componentes

objetivo, tal y como se muestran en la Figura 5.4. Luego se hace natural pensar en

agrupar componentes. Acá se ordenan las componentes halladas en el proceso AMDE

por su peso, en forma decreciente, tal como se muestra en la Figura 5.5.

Para cada par de componentes encontradas en el proceso AMDE, se calcula la

distancia de Mahalanobis orientada obteniendo aśı la matriz
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Figura 5.5: Etiquetado de las componentes de la mezcla en el proceso AMDE en el

primer ejemplo.

Ahora se construye la matriz de adyacencia definida en la sección 4.3.3, donde

χ2
0.9999,2 = 18.42068, y el respectivo grafo que nos indicará los grupos a formar. Estos

se pueden ver en la Figura 5.6

1

2

3

4

5

6

Figura 5.6: Matriz de Adyacencia y grafo para la estimación AMDE en el primer

ejemplo.

Luego, las componentes agrupadas en submezclas se comprimen según lo visto en
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la sección 4.3.3, obteniendo una estimación de 3 componentes tal y como se muestra

en la Figura 5.7.

Figura 5.7: Ajuste de Componentes en AMDE para el primer ejemplo.

Proceso oAMDE

A continuación se presenta el proceso de estimación en ĺınea oAMDE , donde luego

de haber ajustado la densidad estimada en el proceso AMDE, se toma el modelo

ajustado y se continúa la actulización con la llegada de cada nuevo dato. Aqúı se

presenta el proceso oAMDE para el 50%, 75% y 100% de los datos. Al finalizar cada

una de estas etapas, de ser necesario, se ajustan las mezclas estimadas con el proceso

visto en la sección 4.3.3.

oAMDE para t = 25, 000.

En esta parte de la tesis se implementaron los algoritmos oAMDEV 2 y oAMDEV 3.

Pasados los primeros 25, 000 datos, es decir el 50% del total generado, se eliminaron

las componentes que no teńıan un peso significativo en el mezcla estimada. No se hizo
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necesario aplicar el proceso de ajuste con grafos, por lo que la mezcla ajustada es la

misma que la mezcla estimada de componentes pesos son significativos. Los resultados

se aprecian en la Figura 5.8.

Figura 5.8: Estimación oAMDE para t = 25, 000 en el primer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura(b) muestra el proceso con el algoritmo

oAMDE[V 3].Las Figuras (c) y (d) muestran los procesos ajustados para las Figuras (a) y

(b).
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oAMDE para t = 37, 500.

Ahora se muestra el proceso transcurrido con el 75% de los datos. Se eliminan las

componentes que no tienen un peso significativo en el mezcla estimada y obtiene el

oAMDE en las versiones de Cappé. No se hizo necesario aplicar el proceso de ajuste

con grafos, por lo que la mezcla ajustada es la misma mezcla estimada de componentes

cuyos pesos son significativos. Los resultados se aprecian en la Figura 5.9.

Figura 5.9: Estimación oAMDE para t = 37, 500 en el primer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura (b) muestra el proceso con el algoritmo

oAMDE[V 3]. Las Figuras (c) y (d) muestran estos mismos procesos ajustados.
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oAMDE para t = 50, 000.

Se finaliza el ejemplo para el 100% de los datos. Igual que antes, se eliminan las

componentes que no tengan un peso significativo en el mezcla estimada y obtiene el

oAMDE en las versiones V 2 y V 3. No se hizo necesario aplicar el proceso de ajuste

con grafos, por lo que la mezcla ajustada es la misma que la mezcla estimada de

componentes cuyos pesos son significativos. Los resultados se aprecian en la Figura

5.10.

Figura 5.10: Estimación oAMDE para t = 50, 000 en el primer ejemplo. La Figura (a)

muestra el proceso con el algoritmo oAMDE[V 2] y la Figura (b) muestra el proceso con el

algoritmo oAMDE[V 3]. Las Figuras (c) y (d) muestran estos mismos procesos ajustados.
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Errores de Estimación para el Primer Ejemplo.

A continuación se presentan los errores de estimación del modelo de mezclas gaus-

sianas. Se mid́ıo la similaridad entre el modelo estimado y el modelo original que

generó los datos. Puesto que la medida divergencia KL-UT definida en la ecuación

3.49 no es simétrica, se promedian las medidas resultantes en las dos direcciones. Los

resultados se muestran la tabla 5.1.

Cant. Datos Estimación Cant. Comp Div.KL-UT Dist.H-UT

12, 500 AMDE 6 4.092423× 10−2 4.351481× 10−4

AMDE-Ajustada 3 2.798531× 10−2 2.236741× 10−3

25, 000 oAMDE[V2]-Ajustada 3 9.864958× 10−2 2.236741× 10−3

oAMDE[V3]-Ajustada 3 1.891993× 10−2 1.307277× 10−4

37, 500 oAMDE[V2]-Ajustada 3 8.791329× 10−2 1.909656× 10−3

oAMDE[V3]-Ajustada 3 1.138928× 10−2 3.374412× 10−5

50, 000 oAMDE[V2]-Ajustada 3 8.549594× 10−2 1.808629× 10−3

oAMDE[V3]-Ajustada 3 1.436978× 10−2 4.489006× 10−5

Tabla 5.1: Errores de Estimación para el primer ejemplo.

En la tabla se puede apreciar que el ajuste hecho al finalizar el proceso AMDE,

disminuye la cantidad de componentes y el valor del error. También que durante todo

el ejemplo las estimaciones oAMDE[V3]-Ajustadas producen errores mas pequeños

que las estimaciones realizadas con oAMDE[V2]-Ajustadas. El proceso de estimación

oAMDE[V2]-Ajustada muestra que al aumentar la cantidad de datos que arriban al

modelo, el valor calculado del error disminuye levemente.
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5.1.2. Segundo Ejemplo.

Se generan 100, 000 datos para la mezcla gaussiana bivariada con parámetros:

α1 = 0.12 α2 = 0.16 α3 = 0.20

µ1 = (−15, 18) µ2 = (0, 10) µ3 = (−10, 1)

Σ1 =



 1 0.7

0.7 1



 Σ2 =



 0.5 0

0 0.5



 Σ3 =



 1 0.5

0.5 1





α4 = 0.24 α5 = 0.15 α6 = 0.13

µ4 = (3,−3) µ5 = (2,−18) µ6 = (18, 2)

Σ4 =



 1 −0.7

−0.7 1



 Σ5 =



 0.7 0

0 0.7



 Σ6 =



 1 −0.5

−0.5 1





En la Figura 5.11 se muestran los datos y la elipse de confinaza del 99.99% para

los parámetros dados.

Figura 5.11: Datos y elipses de confinza del 99.99% para el segundo ejemplo con d = 2



CAPÍTULO 5. EJEMPLOS SIMULADOS 83

Estimación del Umbral de Creación.

De la misma forma que en el primer ejemplo, se tomaron 6 muestras aleatorias de

tamaño n = 10000 y se obtuvo el valor T̂ c = 15.6036. En la Figura 5.12 se observan las

6 muestras tomadas, las elipses de confianzas y las esferas promedio para cada muestra

del segundo ejemplo. Los radios al cuadrado de cada esfera son los estimadores del

umbral de creación T̂ c.
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Figura 5.12: Datos, elipses de confianzas y esferas para cada muestra del segundo

ejemplo
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En la Figura 5.13 se observan los valores de los diferentes estimadores de Tc para

cada muestra. Aunque son muy similares estas cantidades, se toma el promedio de este

valor como el estimador final T̂ c.

Figura 5.13: Estimadores del umbral de creación T̂ c para cada muestra en el primer

ejemplo.

Proceso AMDE.

El arribo de cada observación x[t] se hace de forma secuencial uno a uno. Aqúı se

presenta el modelo de mezcla estimado después de 25, 000 datos. Los resultados se

muestran en la Figura 5.4. En la parte izquierda de la Figura se observa la estima-

ción para los 25, 000 datos con una mezcla gaussiana bivariada de 16 componentes. Si

eliminamos de la mezcla aquellas componentes cuyo peso sea menor que la tolerancia

(tol) establecida anteriormente, se obtiene el modelo de la parte derecha de la Figura,

el cual tiene 13 componentes.

Igual que en el ejemplo anterior, las componentes en exceso tienden a estar cerca
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Figura 5.14: Estimación AMDE para t = 25, 000 en el segundo ejemplo. La Figura (a)

muestra todas las componentes estimadas en el proceso AMDE. La figura (b) muestra

las componentes significativas para el modelo estimado.

de las componentes objetivo, tal y como se muestran en la Figura 5.14. Luego se hace

natural pensar en agrupar componentes. Acá se ordenan las componentes halladas en

el proceso AMDE por su peso, en forma decreciente, tal como se muestra en la Figura

5.15.

Figura 5.15: Etiquetado de las componentes de la mezcla en el proceso AMDE en el

segundo ejemplo.
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Para cada par de componentes encontradas en el proceso AMDE, se calcula la

distancia de Mahalanobis orientada obteniendo asi la matriz

Ahora se construye la matriz de adyacencia definida en la sección 4.3.3, donde

χ2
0.9999,2 = 18.42068, y el respectivo grafo nos indicará los grupos a formar. Estas se

pueden ver en la Figura 5.25

1

2

3

4

56

7

8

9

10

11

12

13

Figura 5.16: Matriz de adyacencia y grafo para la estimación AMDE en el segundo

ejemplo.

Luego, las componentes agrupadas en submezclas se comprimen según lo visto en

la sección 4.3.3, obteniendo una estimación de 6 componentes tal y como se muestra
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en la Figura 5.17.

Figura 5.17: Ajuste de Componentes en AMDE para el segundo ejemplo.

Proceso oAMDE

Aqúı se presenta el proceso oAMDE para el 50%, 75% y 100% de los datos. Al

finalizar cada una de estas etapas, de ser necesario, se ajustan las mezclas estimadas

con el proceso visto en la sección. 4.3.3

oAMDE para t = 50, 000.

En esta parte de la tesis se implementaron los algoritmos oAMDE[V 2] y

oAMDE[V 3]. Pasado los primeros 25, 000 datos, es decir el 50% del total genera-

do, se eliminaron las componentes que no teńıan un peso significativo en el mezcla

estimada. No se hizo necesario aplicar el proceso de ajuste con grafos, por lo que la

mezcla ajustada es la misma que la mezcla esimada sin las componentes con pesos

significativos. Los resultados se aprecian en la Figura 5.18.
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Figura 5.18: Estimación oAMDE para t = 50, 000 en el segundo ejemplo. La Figura (a)

muestra el proceso con el algoritmo oAMDE[V 2] y la Figura (b) muestra el proceso con el

algoritmo oAMDE[V 3]. Las Figuras (c) y (d) muestran estos mismos procesos ajustados.

oAMDE para t = 75, 000.

Ahora se muestra el proceso transcurrido con el 75% de los datos. Se eliminan las

componentes que no tienen un peso significativo en la mezcla estimada y obtiene el

oAMDE en las versiones de Cappé. No se hizo necesario aplicar el proceso de ajuste

con grafos, por lo que la mezcla ajustada es la misma que la mezcla esimada sin las

componentes con pesos significativos. Los resultados se aprecian en la Figura 5.19.
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Figura 5.19: Estimación oAMDE para t = 75, 000 en el segundo ejemplo. La Figura (a)

muestra el proceso con el algoritmo oAMDE[V 2] y la Figura (b) muestra el proceso con el

algoritmo oAMDE[V 3]. Las Figuras (c) y (d) muestran estos mismos procesos ajustados.

oAMDE para t = 100, 000.

Se finaliza el ejemplo para el 100% de los datos. Igual que antes se eliminan las

componentes que no tengan un peso significativo en el mezcla estimada y obtiene el

oAMDE en las versiones V 2 y V 3. No se hizo necesario aplicar el proceso de ajuste

con grafos, por lo que la mezcla ajustada es la misma que la mezcla estimada de

componentes cuyos pesos son significativos. Los resultados se aprecian en la Figura
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5.20.

Figura 5.20: Estimación oAMDE para t = 100, 000 en el segundo ejemplo. La Figura (a)

muestra el proceso con el algoritmo oAMDE[V 2] y la Figura (b) muestra el proceso con el

algoritmo oAMDE[V 3]. Las Figuras (c) y (d) muestran estos mismos procesos ajustados.

Errores de Estimación para el Segundo Ejemplo.

A continuación se presentan los errores de estimación del modelo de mezclas gaus-

sianas. Se mid́ıo la similaridad entre el modelo estimado y el modelo original que

generó los datos. Puesto que la medida divergencia KL-UT definida en la ecuación

3.49 no es simétrica, se promedia las medidas resultantes entre el modelo estimado y
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el modelo original. Los resultados se muestran la tabla 5.2.

Cant. Datos Estimación Cant. Comp Div.KL-UT Dist.H-UT

25, 000 AMDE 17 4.129972× 10−2 3.584033× 10−4

AMDE-Ajustada 6 1.117705× 10−2 1.615287× 10−3

50, 000 oAMDE[V2]-Ajustada 6 1.117705× 10−1 3.012714× 10−3

oAMDE[V3]-Ajustada 6 1.889491× 10−2 1.228301× 10−4

75, 000 oAMDE[V2]-Ajustada 6 9.829458× 10−2 3.161018× 10−3

oAMDE[V3]-Ajustada 6 2.097185× 10−2 9.565701× 10−5

100, 000 oAMDE[V2]-Ajustada 6 9.808798× 10−2 2.292152× 10−3

oAMDE[V3]-Ajustada 6 1.408252× 10−2 4.364152× 10−5

Tabla 5.2: Errores de Estimación para el segundo ejemplo.

En la tabla se puede apreciar que el ajuste hecho al finalizar el proceso AMDE,

disminuye la cantidad de componentes y el valor del error. También que durante todo

el ejemplo las estimaciones oAMDE[V3]-Ajustadas producen errores más pequeños

que las estimaciones realizadas con oAMDE[V2]-Ajustadas. El proceso de estimación

oAMDE[V2]-Ajustada muestra que al aumentar la cantidad de datos que arriban al

modelo, el valor calculado del error disminuye levemente.

Con estos dos ejemplos simulados en dimensión d = 2, se pudo observar que aunque

los resultados obtenidos con el proceso oAMDE[V3] son ligemente mejores, en cuanto a

que producen en general errores menores que los obtenidos en el proceso oAMDE[V2],

este último es más deseable en un flujo de datos ya que no depende de estimaciones

anteriores, como śı lo hace el proceso oAMDE[V3]. Además, bajo la propuesta hecha
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acá con los ajustes de la cantidad de componentes realizada con grafos, es más fácil

de adecuar ésta a el proceso oAMDE[V2] que al proceso oAMDE[V3] . Los ejemplos a

continuación trabajan sólo para el proceso oAMDE[V2] con sus respectivos ajustes.

5.2. Ejemplos para d = 3.

5.2.1. Tercer Ejemplo.

Se generan 50, 000 datos para la mezcla gaussiana con d = 3 con parámetros:

α1 = 0.42 α2 = 0.28 α3 = 0.30

µ1 = (3, 3, 3) µ2 = (3, 0,−3) µ3 = (−3, 0, 0)

Σ1 =





1 0.7 0.5

0.7 1 0.7

0.5 0.7 1




Σ2 =





1 −0.7 0.5

−0.7 1 −0.7

0.5 −0.7 1




Σ3 =





1 −0.5 −0.7

−0.5 1 0.7

−0.7 0.7 1





En la Figura 5.21 se muestran los datos y los elipsoides de confianza del 99.99%

para los parámetros dados.

Estimación del Umbral de Creación.

En la Figura 5.23 se observan las 6 muestras de tamaño n = 5000, los elipsoides de

confianza y las esferas. Los radios al cuadrado de cada esfera son los estimadores del

umbral de creación T̂ c, el cual tuvo el valor de 18.32522.
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Figura 5.21: Datos y elipsoides de confinza del 99.99% para el tercer ejemplo con d = 3

Figura 5.22: Datos, elipsoides de confianzas y esferas promedio para cada muestra del

tercer ejemplo
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En la Figura 5.23 se observan los valores de los diferentes estimadores de Tc para

cada muestra. Aunque son muy similares estas cantidades, se toma el promedio de este

valor como el estimador final T̂ c.

Figura 5.23: Estimadores del umbral de creación T̂ c para cada muestra en el tercer

ejemplo.

Proceso AMDE.

Aqúı se presenta el modelo de mezcla estimado después de 10, 000 datos. Los re-

sultados se muestran en la Figura 5.24. Alĺı se observa la estimación para los primeros

10, 000 datos con una mezcla gaussiana de 11 componentes, donde se eliminaron aque-

llas componentes cuyo peso son menor que la tolerancia (tol) establecida anteriormente.

Igual que en el ejemplo anterior, las componentes en exceso tienden a estar cerca de las

componentes objetivo. Luego se hace natural pensar en agrupar componentes. Acá se or-

denan las componentes halladas en el proceso AMDE por su peso, en forma decreciente,

tal y como se realizó en los ejemplos anteriores.
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Figura 5.24: Estimación AMDE para t = 10, 000 en el tercer ejemplo.

Para cada par de componentes encontradas en el proceso AMDE, se calcula la

distancia de Mahalanobis orientada obteniendo aśı la matriz

Ahora se construye la matriz de adyacencia definida en la sección 4.3.3, donde

χ2
0.9999,3 = 21.10751 y el respectivo grafo que nos indicará los grupos a formar. Estas

se pueden ver en la Figura 5.25
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1

2

3

45

6
78

9
10

11

Figura 5.25: Matriz de adyacencia y grafo para la estimación AMDE en el tercer ejem-

plo.

Luego, las componentes agrupadas en submezclas se comprimen según lo visto en

la sección 4.3.3, obteniendo una estimación de 3 componentes tal y como se muestra

en la Figura 5.26.

Figura 5.26: Ajuste de componentes en AMDE para el tercer ejemplo.
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Proceso oAMDE

Aqúı se presenta el proceso oAMDE para el 40%, 60%, 80% y 100% de los datos.

Al finalizar cada una de estas etapas, de ser necesario, se ajustan las mezclas estimadas

con el proceso visto en la sección 4.3.3.

oAMDE para t = 20, 000.

En esta parte de la tesis se implementó el algoritmos oAMDE[V 2]. Pasados los

primeros 20, 000 datos, es decir el 40% del total generado, se eliminaron las compo-

nentes que no teńıan un peso significativo en la mezcla estimada. No se hizo necesario

aplicar el proceso de ajuste con grafos, por lo que la mezcla ajustada es la misma que

la mezcla estimada de componentes cuyos pesos son significativos. Los resultados se

aprecian en la Figura 5.27.

Figura 5.27: Estimación oAMDE para t = 20, 000 en el tercer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura (b) el modelo ajustado, que para el caso

es el mismo.



CAPÍTULO 5. EJEMPLOS SIMULADOS 98

oAMDE para t = 30, 000.

Ahora se muestra el proceso transcurrido con el 60% de los datos. Se eliminan las

componentes que no tienen un peso significativo en la mezcla estimada y obtiene el

oAMDE en las versiones de Cappé. No se hizo necesario aplicar el proceso de ajuste

con grafos, por lo que la mezcla ajustada es la misma que la mezcla estimada de

componentes cuyos pesos son significativos. Los resultados se aprecian en la Figura

5.28.

Figura 5.28: Estimación oAMDE para t = 30, 000 en el tercer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura (b) el modelo ajustado, que para el caso

es el mismo.

oAMDE para t = 40, 000.

Ahora se analiza el modelo de mezcla estimado para el 80% de los datos. Igual que

antes, se eliminan las componentes que no tengan un peso significativo en el mezcla

estimada y obtiene el oAMDE en la versión V2. No se hizo necesario aplicar el proceso

de ajuste con grafos, por lo que la mezcla ajustada es la misma que la mezcla estimada

de componentes cuyos pesos son significativos. Los resultados se aprecian en la Figura
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5.29.

Figura 5.29: Estimación oAMDE para t = 40, 000 en el tercer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura (b) el modelo ajustado, que para el caso

es el mismo.

oAMDE para t = 50, 000.

Se finaliza el ejemplo para el 100% de los datos. Igual que antes se eliminan las

componentes que no tengan un peso significativo en el mezcla estimada y obtiene el

oAMDE en las versión V2. No se hizo necesario aplicar el proceso de ajuste con grafos,

por lo que la mezcla ajustada es la misma que la mezcla estimada sin las componentes

con pesos significativos. Los resultados se aprecian en la Figura 5.30.
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Figura 5.30: Estimación oAMDE para t = 50, 000 en el tercer ejemplo. La Figura (a) muestra

el proceso con el algoritmo oAMDE[V 2] y la Figura (b) el modelo ajustado, que para el caso

es el mismo.

Errores de Estimación para el Tercer ejemplo.

A continuación se presentan los errores de estimación del modelo de mezclas gaus-

sianas. Se midió la similaridad entre el modelo estimado y el modelo original que

generó los datos. Puesto que la medida divergencia KL-UT definida en la ecuación 3.49

no es simétrica, se promedian las medidas resultantes entre el modelo estimado y el

modelo original. Los resultados se muestran el tabla 5.3.
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Cant. Datos Estimación Cant. Comp Div.KL-UT Dist.H-UT

10, 000 AMDE 11 5.954973× 10−2 9.68047× 10−4

AMDE-Ajustada 3 3.472086× 10−2 2.059552× 10−4

20, 000 oAMDE[V2]-Ajustada 3 1.05195× 10−1 2.190078× 10−3

30, 000 oAMDE[V2]-Ajustada 3 1.394823× 10−1 3.321876× 10−3

40, 000 oAMDE[V2]-Ajustada 3 1.170076× 10−1 2.33802× 10−3

50, 000 oAMDE[V2]-Ajustada 3 9.573998× 10−2 1.634479× 10−3

Tabla 5.3: Errores de Estimación para el Tercer Ejemplo.

En la tabla se puede apreciar que el ajuste hecho al finalizar el proceso AMDE,

disminuye la cantidad de componentes y el valor del error. El proceso de estimación

oAMDE[V2]-Ajustada muestra que al aumentar la cantidad de datos que arriban al

modelo, el valor calculado del error disminuye levemente.



CAṔITULO 6

CONCLUSIONES Y TRABAJO

FUTURO

6.1. Conclusiones

Las mezclas adaptativas apliacadas en flujos de datos presentan problemas en

la complejidad de los modelos estimados (crea componentes en exceso). En esta

tesis se presentó una forma no emṕırica de hallar un estimador del umbral de

creación Tc, el cual mostró ser bueno para el control en el crecimiento del número

componentes de la mezcla estimada.

La eliminación de componentes no significativas, junto con el ajuste hecho con

102
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agrupaciones de componentes usando grafos para el modelo estimado en algun

tiempo t, mostró ser un buen método para reducir la complejidad del modelo

estimado.

El proceso de estimación en ĺınea oAMDE[V3] mostró menor valor en el error

medido entre la mezcla objetivo y la mezcla estimada, sin embargo bajo el ajuste

propuesto aqúı es un procedimiento poco aconsejable en aplicaciones reales, ya

que depende de varias estimaciones anteriores , lo que en un proceso a largo plazo

contradice el sentido de las mezclas adaptativas.

El proceso de estimación en ĺınea oAMDE[V2], junto con el ajuste propuesto,

presenta un buen rendimiento. Este procedimiento es más recomendable para

trabajos con datos reales, ya que reduce la cantidad de procesos a ejecutar.

Las estimaciones de densidades para flujo de datos, que no usan todos los datos

que han llegado en pasos anteriores, son más deseables que los métodos tradicio-

nales, ya que con buenos algoritmos y buenos programas, se mejora la calidad de

estimación.

El lenguaje de programación R es aún muy escaso en recursos para enfrentar

análisis de datos de este tipo. El problema de la dimensionalidad es un factor que

aún afecta la implementación de algunos de los paquetes aqúı usados.

6.2. Trabajos Futuros

Adecuar las ecuaciones de compresión de componentes expuestas en esta tesis, e

implementadas en el ajuste con agrupaciones usando grafos, para ser usadas de
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forma eficiente en el proceso oAMDE[V3].

Mejorar los programas empleados para mejorar los tiempos de procesamiento.

Usar diversos lenguajes de programación para ejecutar los procesos aqui presen-

tados y comparar la eficiencia y ganancia de éstos en cada entorno.

Comparar el proceso oAMDE[V2] bajo el ajuste propuesto aqúı, con otros algo-

ritmos que usen la misma idea de actualización secuencial del modelo para flujos

de datos.

Implementar estos ajustes a los procesos en datos reales y a densidades con pesos

cambiantes.
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